5. Viacvrstvové neuronové siete

Jednoducha neurdénova siet’ (tzv. linedrny model neurdnovej siete, ako bol uvedeny v
kapitole 4), ¢i uz jednovrstvova alebo viacvrstvova, je schopnd korektne rieSit’ len
obmedzenu triedu problémov — tzv. linedrne separovateIné problémy (vid dalej
podkapitola 5.3.1). Linearne neurénové siete mézu byt’ jednoducho zovSeobecnené tak, ze
aktivity vystupnych neurénov st uréené pomocou nelinearnej prechodovej funkcie (ktord v
najjednoduch§om pripade odpovedd tzv. tvrdej nelinearite, napr. skokovej alebo
znamienkovej funkcii). AvSak takéto zovSeobecnenie linedrnej neurénovej siete je tiez
schopné klasifikovat’ len linedrne separovateIné problémy. Toto ohrani¢enie bolo
povazované za vazny nedostatok neurdénovych sieti [1]. Teoreticky sa uvazovalo o moznosti
zavedenia d’alsich (skrytych) vrstiev nelinearnych neurénov do sieti. Zial’, nebolo jasné ako
adaptovat’ vahové koeficienty, ktoré su priradené neuronom zo skrytej vrstvy. Az Rumelhart
so spolupracovnikmi [2] navrhli jednoduchy gradientovy algoritmus (nazyvany metéda
spatného Sirenia — angl. back propagation) adaptacie viacvrstvovych neurénovych sieti s
doprednym Sirenim. Tymto sa viacvrstvové neurdénové siete stali ve'mi popularne a patria
medzi univerzalne pristupy tedrie neurénovych sieti so Sirokou paletou aplikacii v roznych
oblastiach informatiky a prirodnych vied. Naviac bolo dokazané, Ze neurénové siete tohto
typu st univerzalnym aproximatorom, t.j. si schopné aproximovat s pozadovanou
presnostou 'ubovol'nu spojit funkciu, ¢ize mézu byt chapané ako univerzalny prostriedok
pre regresnu analyzu, kde tvar modelovej funkcie je urceny architektiirou neurénove;j siete.
Pod architekturou mame na mysli nielen “topoloégiu” prepojenia neurénov, ale tieZ aj
nastavenie vahovych a prahovych koeficientov na urcité hodnoty.

5.1 VSeobecny klasifika¢ny problém

Zavedieme vseobecnu formuléciu klasifikaéného problému pomocou pojmu zobrazenia —
funkcie definovanej nad dvomi mnozinami 4 a B. Tento pristup bude uzitocny pre
interpretaciu neurdénovych sieti ako klasifikatora alebo prediktora. Nech F(x) je funkcia
definovana nad mnozinou 4, ktora priradi kazdému elementu xeA obraz — funkcénu
hodnotu z mnoziny B, X=F(x)e B,

F:-A—- B (5.1)

Nech G(x,w) je funkcia, ktorej argumenty su z koneénej podmnoziny A= {x1,%2,...,.X}
c A (nazyvanej tréningova mnozina) a w je parameter (alebo parametre) zobrazenia G,
potom X=G(x,w)€ By, B (pozri obr. 5.1)

G( W): A train_) B train (5 ’2)
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Formalne mézeme povedat, ze zobrazenie G(w) je resStrikcia zobrazenia F(x) nad
mnozinou A4,,,;,,C A. Komplement A4,,,;,, vzhladom k mnoZzine 4 je oznaceny 4, (nazyvany
testovacia mnozina), Apg=A\ Ay, Predpokladajme, ze pre kazdé x;€A4;., pozname
pozadovany obraz — funként hodnotu X

i

X, /Xy, Xo [ X,y X, /X, (5.3)

F

A G(w)

> G

Obrazok 5.1. Schematické znazornenie zobrazenia
F: A—B. Zizenim tohto zobrazenia na podmnozinu A4, dostaneme
nové “modelové” zobrazenie G(w), funkény tvar tohto zobrazenia je
uréeny parametrom (parametrami) w.

Pozadované funkéné hodnoty X ; st interpretované ako obrazy funkcie F’

x; = F(x;) (i=12,...,1) (5.4)

Cielom naSich uvah je najst’ taky parameter (alebo parametre) w funkcie G(x,w), aby
funkéné hodnoty argumentov z tréningovej mnoziny A,., boli ¢o najblizSie obrazom
funkcie F(x) (t.j. pozadovanym hodnotam). Definujme ucelovu funkciu

E(w) =%Z1(G(x,-,w)— x) (55
Tato funkcia vyjadruje sumu kvadratov odchylok funkcie G(x,w) od pozadovanych hodnot
X branych z tréningovej mnoziny. Poziadavka, aby vypo¢itané hodnoty G(x,w) boli “¢o
najblizsie” pozadovanym hodnotdm X je realizovana pomocou poziadavky minimélnosti
ucelovej funkcie E(w) vzhl'adom k parametru w. Hovorime, ze funkcia G(x,w) je
adaptovand, ak jej parameter w je vybrany tak, aby sa rovnal svojej optimalnej hodnote (t.j.
v ktorom ma t¢elova funkcia globalne minimum). Nech W je optimalna hodnota parametru
w urcend nasledujicim minimalizaénym problémom

w =arg min E(w) (5.6)
weW
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kde W je mnozina (priestor) pripustnych hodnét parametra w. Adaptovana funkcia G(x, w )
simuluje pévodntl funkciu F(x) pre hodnoty argumentov z tréningovej mnoziny 4., na
zdklade minimalizaéného kritéria (5.6). Naviac, adaptovana funkcia G(x, W ) sa pouZziva aj
pre predpoved’ funkénych hodnét odpovedajicich argumentom z testovacej mnoziny 4y,
tj. predpoklada sa, ze adaptovana funkcia dobre aproximuje pévodnu funkciu F(x) tiez
mimo tréningovej mnoziny. NaSe uvahy mozu byt jednoducho chapané ako klasicky
regresny problém, v ktorom parametre modelovej funkcie G si optimalizované
(adaptované) tak, aby vypocitané funkéné hodnoty boli blizke pozadovanym
(experimentalnym) funkénym hodnotam.

Jeden zo zakladnych problémov v kazdej oblasti prirodnych vied je hladanie vztahu —
funkcie medzi Strukturou jej objektov a ich vlastnostami. Idedlom je konstrukcia tejto
funkcie v analytickom tvare, ktora vztahuje vlastnosti objektov k ich Struktiire. V mnohych
pripadoch je tento ciel’ bud’ vobec nerealizovatelny alebo len s velkymi obtiazami. Tento
meta-teoreticky pristup ku konstrukcii analytickych vztahov pre korelaciu Struktira verzus
vlastnost’ v mnohych pripadoch naraza na principialne problémy tak teoretického, ako aj
numerického charakteru. Preto sa pomerne Casto pouziva pristup “regresnej analyzy”.
Modelova funkcia G sa zostroji na zaklade uritych tvah a jej volne adjustovatelné
parametre sa uréia pomocou minimalizacie ucelovej funkcie E(w) (vztah (5.6)). Takto
adaptovana modelova funkcia G sa potom berie ako analyticky vztah medzi Struktirou
prirodovednych objektov a ich vlastnostami.

Nech O je mnozina objektov, O={01,0,,...}. Kazdy objekt o€ O je popisany deskriptorom
x, ktory charakterizuje jeho Struktiru, a klasifikitorom X, ktory popisuje jeho viastnosti.
Vztah medzi deskriptorom a klasifikatorom je formalne vyjadreny pomocou hypotetickej
funkcie X=F(x). Ako uz bolo spomenuté vyssie, konstrukcia tejto funkcie patri medzi
zakladné problémy kazdej vednej oblasti. Alternativne rieSenie tohto problému moéze byt
uskutoénené pomocou ad-hoc postulovania modelovej funkcie G(x,w) v analytickom tvare.
Parameter (alebo parametre) w je ur¢eny podmienkou, aby funkéné hodnoty pre deskriptory
z tréningovej mnoziny boli blizke pozadovanym hodnotam klasifikatora. Hlavnym cielom
tohto postupu je, Ze adaptovanid modelova funkcia G(x, W) je pouzitd pre klasifikiciu
objektov mimo tréningovej mnoziny. To znamend, ze adaptovana modelova funkcia
G(x,w) je extrapolovand mimo tréningovej mnoZiny "v dobrej viere", Ze aj v tomto
pripade bude dobre aproximovat funkciu F(x), ktora presne klasifikuje objekty z celej
mnoziny O.

5.2 Definicia neuronovej siete

Paradigma neurénove;j siete bude formulovana pomocou grafovo-teoretického pristupu [3].
Pritom sa vychadza sa z analdgie s l'udskym mozgom (pozri kapitolu 1) a koncept
neurénovej siete bude pouzity na konStrukciu modelovej funkcie G(x,w). Formalne je
neuronova siet urcena ako orientovany graf G=(V,E), pozri obr. 5.2. Vyrazy
V={v;,v,...,»n} a E={ey,e,,...em} 0znacujii neprazdnu vrcholovi mnozinu resp. hranova
mnozinu grafu G obsahujuceho N vrcholov (neurénov) a M hran (spojov). Kazdy spoj ee E
sa interpretuje ako usporiadana dvojica dvoch neurénov z mnoziny V, e=(v,v’). Hovorime,
ze spoj e zacina v neuréone v a konéi v neuréne v’. Mnozina neurénov V je rozloZena na
disjunktné podmnoziny (pozri obr. 5. 2)

72



kde V; obsahuje N; vstupnych neurénov, ktoré st susedné len s vychadzajicimi hranami, Vy
obsahuje Ny skrytych (angl. hidden) neurénov, ktoré st susedné sucasne s vychadzajucimi
ako aj s vchadzajucimi hranami, a kone¢ne V obsahuje Ny vystupnych neurénov, ktoré su
susedné len s vchadzajucimi hranami. V naSich nasledujucich uvahach budeme vzdy
predpokladat’, ze mnoziny V; a V, st neprazdne, t.j. neuronova siet’ obsahuje vzdy aspon
jeden vstupny a jeden vystupny neurén.

Pre acyklické neurénové siete (ktoré neobsahuju orientované cykly (pozri graf A na obr.
5.2)) neurény mdzu byt’ usporiadané do vrstiev (pozri graf B na obr. 5.2)

Obrazok 5.2. Neurdnova siet’ je definovana ako orientovany suvisly graf. Diagram A obsahuje orientovany
graf s jednym cyklom a teda nemdze byt pouzity pre definiciu neurdnovej siete s doprednym Sirenim.
Diagram B ilustruje moznost' rozkladu vrcholov (neurénov) acyklického orientovaného grafu na vrstvy
Li,..,La.

V=L,ulL,ulzu..uL; (5.8

kde L=V, je vstupnd vrstva (obsahuje len vstupné neurdny), L,, Ls,..., L, st skryté vrstvy
a L; je vystupnd vrstva. Vrstva L; (pre 1<i<f) je urCend nasledujucim jednoduchym
sposobom

L;={veV;dv)=i+1} (5.9)

kde vzdialenost’ d(v) sa rovna dizke maximalnej cesty, ktora spaja dany neurén so vstupnym
neurénom, potom musi platit’ d(v)=0, pre ve V,. Neuronova siet’ ur¢end acyklickym grafom
je obvykle volena tak, ze neurény z dvoch susednych vrstiev su poprepdjané vsetkymi
moznymi spojmi (pozri obr. 5.3). Zial, takyto rozklad mnoZiny neurénov na vrstvy je
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mozny len pre neurénové siete reprezentované acyklickymi grafmi, pre cyklické grafy
vzdialenost’ d(v) mdéze nadobudat’ 'ubovolni kladnt celociselni hodnotu.

INFORMAENY
TOK

4 VYSTUPNA VRSTVA

SKRYTA VRSTVA

VSTUPNA VRSTVA

Obrazok 5.3. Znazornenie trojvrstvovej neurdnovej siete s doprednym
Sirenim.

Iny, alternativny sposob [3], ako definovat’ orientovany graf G je pouzitie zobrazenia I,
ktoré priradi kazdému vrcholu ve V podmnozinu I'(v)cV obsahujucu tie neurony, ktoré su
koncovymi na spojoch vychadzajicich z vrcholu v. Neurdny z podmnoziny I'(v) sa
nazyvajl nasledovnici vrcholu v v grafe G. "Inverzné" zobrazenie I'"' priradi kazdému
vrcholu veV podmnozinu
' (»)cV zlozenit z "predchodcov" vrcholu v v grafe G.

Neurény a spoje st ohodnotené realnymi cislami, pozri obr. 5.4. Kazdy neurén v; je
ohodnoteny prahovym koeficientom U; a aktivitou x; Podobne, kazdy spoj (v,v;) je
ohodnoteny vdhovym koeficientom (alebo jednoducho, vdhou) w;. Postulujeme, Ze aktivity
skrytych a vystupnych neurénov st uréené vztahom

X = f(€)) (5.10)
Ei= D wyx;+90; (5.10b)
jery”

kde sumacia bezi cez neurdny, ktoré su predchodcami neurénu v,.

9 .
4 w; 9.'
@ (1)
X; X;

/

Obrazok 5.4. Neurény a spoje neurdnovej siete st ohodnotené
realnymi Cislami: neurény si ohodnotené dvoma roznymi
parametrami, a to prahovymi faktormi ; a aktivitami x;. Spoje
neurénovej siete su ohodnotené vahovymi koeficientmi wy;.
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Veli¢ina &, sa nazyva potencial neurdnu v; (analdgia tzv. postsynaptického potenciélu, pozri
kapitolu 1). Prechodova (aktivacna) funkcia t(§) z pravej strany (5.10a) je monotonne
rastaca funkcia, ktord vyhovuje nasledujucim dvom asymptotickym podmienkam: #&)—4,
pre E——c a #(E)—>B, pre E—eo , kde —c0<A<B<eo. V teorii neurénovych sieti sa ¢asto
vyuziva nasledujuca "sigmoidalna" funkcia

-&
() = % (5.11a)
s prvou derivaciou uréenou
—A B—
t(g)= A+ ][5~ 19) (5.11b)

A+ B

Tato prechodova funkcia zobrazuje celt mnozinu realnych ¢isel R na otvoreny interval
(4,B), formalne #: R—(A4,B). Najcastejsie sa prechodova funkcia (5.11a) vyuziva pre
hodnoty parametrov 4=0, B=1 alebo A=-1, B=1 (pozri obr. 5.5). Prvy graf odpoveda
klasickej sigmoidalnej prechodovej funkcii, zatial ¢o druhy graf je analdgiou
hyperbolického tangentu.

Aktivity neurénov tvoria vektor x=(x1,x,,...xy). Tento vektor mozno formalne rozlozit' na
tri podvektory obsahujuce vstupné, skryté a vystupné aktivity

Neurénovu siet’ s fixovanymi vahami a prahovymi koeficientmi mozno formalne chapat’ ako
funkciu

GR" - (AB)N° (5.13)

Tato funkcia G priradi vstupnej aktivite x; (deskriptor) vystupny vektor x, (klasifikdtor) s
hodnotami svojich zloZiek z otvoreného intervalu (4,B)

G(x;)= Xo (5.14)
1
0.5 1
2
0
-0.5 /
|
-10 -5 0 5 10

Obrazok 5.5. Priebeh aktivacnej funkcie definovane;j (5.11a).
Graf 1 odpoveda Standardnej sigmoide (4=0, B=1), graf 2 je
podobny funkcii hyperbolicky tangent (4=—1,8=1).
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Skryté aktivity nie su explicitne uvedené, hraji len tlohu medzivysledkov. Este niekol’ko
poznamok k vypoctu aktivit podla (5.10a-b). Vstupné aktivity su uréené deskriptorom,
preto ich pokladdme za fixované. Aktivity skrytych neurénov z druhej vrstvy L, mézeme
teraz spocitat’ len pouzitim vstupnych aktivit z vrstvy L;. Vo vSeobecnosti pre vypocet
aktivit z vrstvy L; (kde i>1) musime poznat’ len aktivity z nizS§ich vrstiev L;, L,,..., L,
Tymto rekurentnym spdsobom mdzeme postupne spocitat’ aktivity vSetkych neurénov, ako
posledné sa pocitaju aktivity vystupnych neurénov. Vd’aka tomu sa pre neurénové siete
reprezentované acyklickym grafom zauzival nazov neurdnové siete s doprednym Sirenim
(angl. feed-forward neural networks). Zial’, spominany jednoduchy postup vypoétu aktivit
neur6nov je aplikovatel'ny len na neurdnové siete reprezentované acyklickym orientovanym
grafom. V pripade, Ze graf obsahuje orientované cykly, tento postup nie je pouzitelny.
Rovnice (5.10a-b) su v tomto pripade spriahnuté a nelinearne. Preto ich rieSenie (t.j. skryté
a vystupné aktivity) mézeme dosiahnut’ len pouzitim itera¢ného postupu, a to tak, Ze
Startujeme z pociatocnych aktivit, pomocou tychto spocitame nové aktivity a tieto sa v
nasledujucom itera¢nom kroku pouziji ako vstup pre vypocet novych aktivit. Tento iteracny
postup sa opakuje tak dlho, az rozdiel medzi starymi a novymi aktivitami je mens$i ako
predpisana presnost’.

V literatire [4,5] je Studovanych eSte mnoho d’alS§ich modifikacii neurénovych sieti s
doprednym Sirenim. V d’alSej Casti tejto kapitoly uvedieme dva typy, a to neurénovu siet’
vyssieho radu a adaptivnu kombinaciu lokalnych neurénovych sieti.

5.2.1 Neuronova siet vyssieho radu

Jednoduchou moznost'ou, ako zovSeobecnit’ pojem neurdénovej siete s doprednym Sirenim je
zovSeobecnenie formuly (5.10b) pre potencial &; tak, aby obsahovala nielen konstantny ¢len
(prahovy faktor) a linedrne Cleny (vazené aktivity predchadzajucich neurénov), ale aj ¢leny
vyssieho radu [6] (kvadratické, kubické, ...), pozri obr. 5.6.

£ =9 kon3tantny ¢len
1 1
+Wf,/'X/' + Wi,/xk linearny ¢len
W, X2 W, XE+W, XX, kvadraticky dlen
W, XX kubicky &len

J k

Obrazok 5.6. Schematické zndzornenie jednotlivych ¢lenov (konStantny, linearne a
vyssieho radu) pre potencial neuronu.

Potom
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x;=t&;)  (prei=12..,N) (5.15a)

Ei=0+ D W, X+ D W, 4 X Xyt (5.15b)
J =k

kde prva sumacia beZzi cez vSetky je 1",-‘1 , druha sumacia bezi cez vietky j, ke 1",-‘1 , ktoré
st ohranicené podmienkou j<k. Ak formula (5.15b) obsahuje nanajvys kvadratické Cleny,
potom neurdénova siet’ sa nazyva siet’ druhého radu. Vo vSeobecnosti, ¢leny najvyssiecho
radu v (5.15b) urcuju rad neurdnovej siete. Neuronové siete vysSieho rddu dosahuju
podobné vysledky ako neurdénové siete prvého radu, avSak s podstatne menSim poctom
skrytych neurénov. Je potrebné zdoraznit', ze tato vlastnost’ neuréonovych sieti vyssieho radu
je ziskand za ‘“cenu” podstatne horSich konvergentnych vlastnosti adaptacného procesu
(obrazne povedané, neurénové siete vyssieho radu st “viac nelinearne” ako neurénové siete
prvého radu).

5.2.2 Adaptivna kombindcia lokdlnych neuronovych sieti
Nech N=(G,w, ) je neurénova siet’ s doprednym Sirenim urcena acyklickym orientovanym

grafom G, pri¢om spoje a neurony st ohodnotené vahovymi koeficientmi w resp. prahovymi
koeficientmi 9. Uvazujme ¢ lokalnych neurénovych sieti [7,8]

M:@wwqyﬂ (i=12,...,1) (5.16a)

a jednu tzv. branovu (angl. gating) neurdnovu siet’

N. = (G(g),w(g),ﬁ(g)) (5.16b)
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Lokalne neur6énové siete su urcené grafmi G, G?, ..., GY, ktoré s ohranifené tak, Ze
vietky obsahujii rovnaky poéet vstupnych a vystupnych neurénov. Orientovany graf G,
priradeny branovej neurénovej sieti, ma tiez rovnaky pocet vstupnych neurénov ako lokalne
siete, ale pocCet jeho vystupnych neurénov sa rovna poctu ¢ lokalnych sieti (pozri obr. 5.7).
Naviac sa predpoklada, ze vystupné aktivity branovej neurénovej siete sit z otvoreného
intervalu (0,1), tj. prechodova funkcia (5.11a) je Specifikovana parametrami 4=0, B=1.
Ozna¢me ako xg) = (X1(') ,X;'),...,Xgl)) resp. ng) = (X1(g) ,X_g_g) ,...,ng)) vystupné aktivity
jednotlivych lokalnych sieti resp. branovej siete ako odozvu na rovnaky vektor vstupnych
aktivit x;. Poznamenajme, ze vSetky zlozky tychto vektorov vystupnych aktivit si z
otvoreného intervalu (0,1). Koeficienty proporcionality, produkované branovou sietou, sa
uréia ako odozva na vstupny vektor x;

p=— X (i=12,...1) (5.17)

Tieto koeficienty nadobtidaju hodnoty z otvoreného intervalu (0,1) a ich suma sa rovna
jednej

P+ Pot..4p; =1 (5.18)

selektor

X,

Obrazok 5.7. Znazornenie adaptivnej kombinacie
lokalnych neurénovych sieti. Selektor realizuje vyber
vystupnej aktivity xo na zéklade vystupnych aktivit
lokalnych neurénovych sieti.
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V naSich dalSich uvahach tieto koeficienty proporcionality budeme interpretovat’ ako
“pravdepodobnosti” toho, Ze prislusnd lokalna neurdénova siet' je pouzitd na klasifikaciu
objektu popisaného deskriptorom — vstupnou aktivitou x;.

Ako sa urci vystupna aktivita x, adaptivnej kombinacie lokalnych neurénovych sieti? Pre
vstupnu aktivitu spocitame vystupné aktivity vSetkych lokalnych sieti a branovej siete,

XS),X(O2 ),...,Xg),xgg). Vystupna aktivita celej siete moze byt uréena ako konvexnd'

kombinacia vystupnych aktivit jednotlivych lokalnych sieti, pricom koeficienty konvexnej
kombinacie su ur¢ené pomocou koeficientov proporcionality

4 pxd) (5.19)

Xo = p1xg) + ngg
Vystupny vektor x, povazujeme za odozvu adaptivnej kombinacie lokalnych sieti na vektor
vstupnych aktivit x;. V limitnom pripade — ak len jeden koeficient proporcionality p; je
blizky jednotke a ostatné su skoro nulové — hovorime, Zze i-ta lokalna siet’ interpretuje
objekt so vstupnou aktivitou x;, a tato siet’ je teda “expert” na klasifikaciu daného objektu.
Spdsob konstrukcie (vyberu) mdze byt realizovany aj tak, ze sa vyberie lokalna siet’ s
maximalnou hodnotou koeficientu proporcionality

Jj=argmax p; (5.20)

1<ist
potom X, = Xg). To znamena, ze adaptivna kombinacia lokalnych sieti poskytuje ako

odozvu na vstupnu aktivitu x; vystupni aktivitu tej lokalnej siete, ktorda ma maximalny
koeficient proporcionality. V nasich d’alsich uvahach budeme pouzivat’ formulu (5.19) pre
urcenie vystupnej aktivity adaptivnej kombinacie lokalnych sieti. Jej hlavnou vyhodou pred
ostatnymi pristupmi (napr. pred pristupom zaloZenom na maximalnej hodnote koeficienta
proporcionality (5.20)) je jej “spojitost™ a “diferencovatelnost™.

5.3 Adaptacia neuronovej siete

Adaptacia neurénovej siete spociva v hl'adani takych prahovych a vahovych koeficientov,
ktoré pre dani dvojicu vstupného a pozadovaného vystupného vektora x; / ’A(o a

vypocitaného vystupného vektora x, , urené¢ho vztahom (5.14), minimalizuju rozdiel
medzi vystupnymi aktivitami xp a X, . Zostrojme G&elovi funkciu

1 A2 1 )
E=§(xo—xo) =§;gk (5.21a)

! Konvexna kombinacia vektorov x;, X, ..., X, je taka linedrna kombinacia oy Xx;+0pX+...+a,X,, kde
linearne koeficienty o; si nezaporné a ich suma sa rovna jedne;.
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(= Xxy) (pre ke Vy)
Ik = {0 (pre k & Vo) (5216)

kde x; a X, st komponenty vektorov x, resp. Xp, a @’ je skalarny siin a-a=Y & .
Ciel'om adaptacného procesu je najdenie takych prahovych a vahovych koeficientov, ktoré
minimalizuju Gcelovu funkciu E. Pre viac parov vstupnych a vystupnych vektorov

X" /X3, XP /X5, X" ] XS (5.22)
(ktoré tvoria tréningovil mnozinu), ma ucelova funkcia (5.21) tvar
r -
E=Y EY (5.23a)
i=1
b= iy _ 50)?
E" = E(XO -x7) (5.23b)

kde x\ je vystupny vektor neurénovej siete, uréeny vztahom (5.14) ako odozva na vstupny

vektor x{" a X! je pozadovany vystupny vektor priradeny vstupu X!".

5.3.1 Adaptacny proces perceptronu

Perceptron je najjednoduchsia forma neurdnovej siete, ktora obsahuje len dve vrstvy [1].
Spodna vrstva obsahuje p vstupnych neurénov a horna vrstva obsahuje len jeden vystupny
neurdn (to znamena, Ze perceptron neobsahuje skryté neurdny), pozri obr. 5.8. Orientované
spoje su ohodnotené vahovymi koeficientmi w; (kde index i vyjadruje index vstupného
neuronu, z ktorého dana hrana vychadza) a vystupny neurén je ohodnoteny prahovym
koeficientom 9. Vystupna aktivita y je urcena vztahom (pozri (5.10a-b))

y= t(ﬂ+ wyX; + W2X2+...Wpo) (5.24)

Predpokladajme, ze tréningova mnoZzina obsahuje » parov X/ Yy, Xo [ ¥o,..., X, [ ¥, kde

X,=(X1(i),x_g_i),...,xg)), pre =1, 2,.., r, su vektory vstupnych aktivit. Budeme

predpokladat’, Ze tréningova mnozina je neprotireciva, t.j. ak pre rozne dva indexy 7 a j plati
x=x;, potom pozadované prislusné aktivity tieZ musia byt rovnaké, y=y;. Rovnica (5.24)
pre i-ty par z tréningovej mnoziny ma tvar
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= r(f} +wyx\? + szé’)+...+wpxi,’)) (5.25)

Pretoze prechodova funkcia ¢ je monotdnne rastica, musi k nej existovat’ inverzna funkcia ¢

I Potom

(1) (1)

O+ WX + Wy Xy +...+prg) =t(y)=x; (5.26)

Tieto rovnice tvoria systém linedrnych rovnic pre nezname 9,w,...,w,. Ich maticovy tvar je
Aw=y (5.27a)

kde A je obdiznikovéa matica typu rx(p+1)

X, X, X,
Obrazok 5.8. Perceptron, neurénova siet’ s
doprednym Sirenim, obsahujuca len dve vrstvy
neur6nov (vstupnud a vystupnu) .

1 x1(1) xg) xg)
A 1 X2 X2 x? 527b)
1x1(r)xér)xg)
a w resp. Y su stipcové  vektory uréené ako w=(9, wi, ..., wp)T resp.

,,,,,

rieSenie systému linearnych rovnic (5.26). Ak tento systém ma rieSenie, potom povieme, ze
tréningova mnozina (obsahujica r parov tréningovych vzorov x;/y;) je linedrne
separovatelna. V opa¢nom pripade, ak systém (5.26) nema rieSenie, perceptron nemdze byt
korektne adaptovany (hovorime, Ze tréningova mnozina je linedrne neseparovatelnd).

V pripade, ze systém (5.26) nema rieSenie (t.j. podla Frobeniovej vety [9] vtedy a len
vtedy, ak plati hodnost'(4)zhodnost’'(4]y)), mdézeme zostrojit’ priblizné rieSenie (v zmysle
metody najmensSich Stvorcov) pouzitim pristupu pseudoinverznej matice [9]. Nasobme
zlava rovnicu (5.27a) transponovanou maticou 4", a dostaneme A'Aw=A"y, kde A'A je
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pozitivne semidefinitna matica typu rxr. Potom, formalnym aplikovanim matice (4'A4)"
zl'ava, dostaneme konecné riesenie (5.27a) v tvare

w= (ATA)f1 ATy (5.28)

kde matica (4'4)'A" sa nazyva pseudoinverzni matica. RieSenie (5.28) sa nazyva
zovSeobecnené riesenie rovnice (5.27a) a minimalizuje euklidovski normu |Aw— x|. Ak

|AW— x| =0, potom w je presné rieSenie (5.27a). Poznamenajme, ze aj ked’ sme v (5.28)

pouzili explicitny vyraz pre pseudoinverzni maticu, tento je platny len za predpokladu, ze
matica A" A je regularna (t.j. existuje k nej inverzna matica). V opaénom pripade, ak matica
A"A je singularna (tj. neexistuje k nej inverzna matica), existuju metédy jej konstrukcie,
ktoré nepozadujii znalost’ inverznej matice (4'A4)"'. Konstrukcia pseudoinverznej matice
(A"4)"'A" patri medzi $tandardné numerické problémy, program pre jej implementéciu je
uvedeny napr. v monografii [10].

VysSie uvedeny adaptacny proces je lahko zovsSeobecnitelny aj pre perceptrony
obsahujuce viac ako jeden vystupny neurén. V tomto pripade pre kazdy vystupny neurén
zostrojime nezavislé zovseobecnené riesenie (5.28), ktoré je najlepSie pre dany vystupny
neurén. Zial, tento jednoduchy algebraicky pristup k adaptacii perceptronu je
neaplikovatelny pre neurénovi siet’ obsahujucu skryté neurény, pretoZe nie je mozné
linearizovat’ analdgiu rovnice (5.25) pomocou inverznej prechodovej funkcie do tvaru
systému linearnych rovnic.

Tlustracny priklad (logicka funkcia XOR)

Logicka funkcia XOR zohrala v historii neurénovych sieti dolezitti ulohu. Koncom 60-tych
rokov Minsky a Papert v znamej knihe [1] kritizovali perceptron ako pristup, ktory nie je
schopny realizovat’ 'ubovolni vypoétovi ulohu (napr. XOR funkciu). Na zaklade tohto
pozorovania dospeli k zaveru, ze neurénové siete (perceptrony patria medzi ne) nie su
univerzalnym vypoctovym prostriedkom.

Tabul’ka 5.1. Funkcia XOR

X1 X2 VXOR)
0 0 0
0 1 1
1 0 1
1 1 0

Logicka funkcia XOR (vylucujice alebo) je urcena pomocou tab. 5.1. Ide o boolovska
funkciu y=F(x,x;), kde x; a x, su nezavislé dvojhodnotové premenné a y je zavisla
dvojhodnotova premenna. Pokusime sa realizovat’ tito funkciu pomocou perceptronu, ktory
obsahuje dva vstupné neurony (s aktivitami x; a x,) a jeden vystupny neurén s aktivitou y.
Tréningova mnozina obsahuje 4 objekty z tab. 5.1. Systém (5.27a) ma potom tvar

82



9 =-Q
9 +w,= Q

O+ w, = Q
O+ w, +w,=-Q

(5.29)

kde Q je dostatocne vel'ké kladné ¢islo (urcené tak, aby pre funkéné hodnoty prechodovej
funkcie platilo #(Q)=1—¢ a t(—Q)=¢, pre malé kladné Cislo €). Systém (5.29) nema rieSenie
(o ¢om sa mozeme jednoducho presvedcCit tak, ze od Stvrtej rovnice odpocitame druhu a
tretiu rovnicu, dostaneme 9=3Q, €o je v protireceni s prvou rovnicou).

Ako interpretovat’ tento vysledok? Argument v prechodovej funkcii vo vztahu (5.24),
ktory Specifikuje aktivitu vystupného neurénu, mozno formalne chapat’ ako rovnicu roviny
THwix Fwoxo+...+w,x,=0 v p-rozmernom priestore vstupnych aktivit. Tato rovina rozdeluje
priestor na dva polpriestory, ktoré sit bud’ nad rovinou (0w x;+wyx,+...+w,x,>0) alebo pod
rovinou (O+wx;+wxy+...+wyx, <0). Zhruba povedané, bod leziaci nad (pod) rovinou ma
jednotkovll (nulova) vystupnu aktivitu. Pretoze systém (5.29) nema rieSenie, neexistuje
rovina, ktora korektne rozdel'uje 2-rozmerny priestor so suradnicami X; a X, na dva
podpriestory tak, aby body (0,0) a (1,1) lezali pod rovinou a body (0,1) a (1,0) nad rovinou
(v tomto pripade ide o priamkou uré¢enti rovnicou 0+w,x;+wpx,=0), pozri obr. 5.9. MéZeme
teda povedat’, ze dve triedy objektov XOR problému su linearne neseparovatelné.

X2

A

® [

S+wx, +w,x, =0
—

e ® > X
Obrazok 5.9. Znazomenie “nadroviny” (urCenej
rovnicou U+wixi+waxa=0), ktord rozdel'uje priestor
vstupnych aktivit na dva podpriestory.

5.3.2 Adaptacny proces perceptronu vyssieho radu

Perceptron vysSieho radu je zovSeobecnenim obycajného perceptronu, a to takym
sposobom, Ze jeho vystupnd aktivita je urend nielen linedrnymi Cclenmi, ale aj
kvadratickymi, kubickymi, atd’., clenmi (pozri definiciu neurénovej siete vyssieho radu v
podkapitole 5.2.1). Aktivita vystupného neurénu je uréend vztahom

y =10+ w,py(X) + Wy Po (X)+.. + W ps( X)) (5.30)
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X, Xy cevesessenssenones X

Obrazok 5.10. Schematické znazornenie perceptronu
vys$Siecho radu.  Obdlznikové bloky st  priradené
multilinedrnym funkciam p;(x).

kde p;(x)= x*1x%...x" si rozne multilinedrne ¢leny urdené exponentmi oy, 0y, ..., O
Diagramatickd interpreticia perceptronu vysSieho radu je zndzornend na obr. 5.10, kde
obdiznikové bloky reprezentuji multilinedrne funkcie pi(x). Ak Studujeme perceptrén
druhého radu, potom exponenty vyhovuju bud’ podmienke oy+ai+...+0,=1 (linedrny clen)
alebo oy +op+...+0,=2 (kvadraticky ¢len).

Vystupna aktivita je ur¢end vztahom
- 2 2
y= t(ﬂ+ WiXy + WoXo + Wyp Xy Xo + Wy XT + W22X2+...) (5.31)

kde sme pre jednoduchost uviedli len nieckolko prvych ¢lenov. Pouzitim rovnakej
linearizacnej procediry ako v podkapitole 5.3.1 dostaneme rovnaky systém linearnych
rovnic ako (5.27a), matica A ma tvar

1 p1(x(1)) pz(x“)) ps(x“))

A |1 ) pa(x®) e pu(x®) (532

Prahové a védhové koeficienty su urCené systémom linearnych rovnic (5.27a), alebo
explicitne vztahom (5.28).

Predpokladajme, ze rovnica (5.27a) nema rieSenie, t.j. plati hodnost’(4)#hodnost(A4]y).
Zavedenim nového multilinearneho ¢lena v (5.30) dostaneme novi maticu koeficientov A’
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(matica A je rozsirena sprava o novy stipec), a potom plati jeden z nasledujicich dvoch
pripadov:

(1) Novéa matica A’ uz vyhovuje podmienke hodnost’'(4")=hodnost'(4 ’|), a potom systém
(5.28) ma riesenie. To znamena, ze prahové a vahové koeficienty perceptronu su urcené
rieSenim systému linearnych rovnic (5.27a).

(2) Nova matica 4’ stale nevyhovuje podmienke hodnost(4 )= =hodnost(4 ), a potom
rieSenie w’ zostrojené pomocou pseudoinverznej matice (5.28) vyhovuje podmienke

|A’ W'—x| <|AW—)(| , tj. nové riesenie w’ je zostrojené s menSou chybou (v zmysle

euklidovskej vzdialenosti) ako pdvodné rieSenie w. To znamend, ze ak zavedieme novy
multilinedrny ¢len v (5.30), potom prahové a vahové koeficienty urCené pomocou
pseudoinverznej matice (5.28) poskytuju lepSiu klasifikaciu objektov z tréningovej
mnoziny. V limitnom pripade, ak sme zaviedli dostatony pocet multilinedrnych ¢lenov
moZe nastat’ situdcia, ze bud’ podmienka rieSitelnosti hodnost'(4)=hodnost(4|y) zacne
platit’, alebo stale hodnost'(4)#hodnost’(A4|y), avSak “nepresnost™ |Aw— x| je uz mensia
ako predpisané malé kladné Cislo € (rieSenie w je “spravne” s presnostou ¢€). Tato
jednoducha procedura rozsirovania perceptronu novymi multilinedrnymi ¢lenmi vysSieho
radu je umoznend tym, ze pouzité multilinearne Cleny pi(x), p.(x), ..., ps(x) st linearne
nezavislé.

Mozno teda povedat’, Ze perceptron dostatocne vysokého radu je schopny klasifikovat
korektne s predpisanou presnostou € lubovolnu neprotirecivi tréningovi mnozinu. Toto je
vel'mi dblezitd vlastnost’ perceptréonov vysSieho radu, ina¢ povedané, tieto perceptrony su
univerzdlne aproximadtory funkcii, t.j. st schopné ich aproximovat s Tubovolnou
predpisanou presnostou.

1lustracny priklad (logickd funkcia XOR)

V predchddzajucom ilustracnom priklade sme ukézali, ze obycCajny perceptron (t.j.
perceptron prvého radu) nie je schopny klasifikovat’ logicka funkciu XOR. Toto
obmedzenie obycajného perceptronu len na linearne separovatelné vstupné aktivity
objektov z tréningovej mnoziny sa jednoducho odstrani pouzitim perceptréonu vysSieho
radu. Na Kklasifikdiciu XOR funkcie pouzijeme perceptrén 2. radu. Nech potencial
vystupného neurénu obsahuje ¢len wyxx, (dalSie Cleny 2. radu W11X12 a szxg nie st
uvazované, pretoze v dosledku binarneho charakteru vstupnych aktivit x; a x, su totozné s
¢lenmi 1. radu). Analdgia systému linearnych rovnic (5.29) ma tvar

) =-Q
9 + Wy = Q
D w, _ 9 (5.33)
T+ W+ W, + W = —Q

Tento systém rovnic (pre nezname O, w;, w, a w;; ) ma jednoznacné rieSenie
(hodnost(4)=hodnost'(4|y)=4), a plati 9=—0, wi=w,=20, w;;=—40Q. Uvazuj-me funkciu 2.
radu (potencial vystupného neurénu) uréentt implicitne vztahom —Q+20x+20x,—
40xx,=0, alebo v zjednoduSenom tvare
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Xy + Xo —2X, X, =% (5.34)

Tato rovnica mé dve nezavislé rieSenia, ktoré uréuji dve priamky kolmé na osy x, alebo x,

X2
Pixy =7
1 ? 0
[ ) [
_|_ -
PoiXa :%
- |+
0 1
o ® » X,

Obrazok 5.11. Funkcia 2. radu (5.34) rozdel'uje priestor
vstupnych aktivit (pomocou priamok pi; a p, uréenych
vztahmi (5.35)) na 4 podpriestory, pricCom je dosiahnutd
spravna interpretacia XOR problému.

1
PoiXo =— (5.35)

N
p1'1 2

51

Tieto dve priamky uruju hranicné oblasti v rovine xj-x,, kde argument (potencidl)
prechodovej funkcie v (5.31) meni znamienko (pozri obr. 5.11). Perceptron druhého radu je
schopny korektne klasifikovat’ XOR funkciu, priestor vstupnych aktivit je rozdeleny na 4
podpriestory, kde potencial nadobuda spravne znamienko. Tento jednoduchy priklad méze
byt chépany ako ilustracia toho, Ze perceptron vysSieho radu je schopny klasifikovat
objekty neprotirecivej tréningovej mnoziny.

5.3.3 Adaptacia neuronovej siete s doprednym Sirenim

Adaptacny proces neurdénovej siete s doprednym Sirenim, ktord obsahuje skryté neurény,
nemoze byt uskutocneny takym jednoduchym spdsobom ako pre perceptron, kde sa
adaptacny proces redukuje na rieSenie systému linedrnych rovnic (pouzitim pristupu
pseudoinverznej matice). Pre neuronové siete, ktoré obsahuju skryté neurdény, nie je mozné
linearizovat’ systém rovnic, ktoré popisuju aktivity skrytych a vystupnych neurénov. Preto
musime obratit’ nasu pozornost’ na taki adaptaciu neurdénovej siete, ktora minimalizuje
ucelovi funkciu (5.21) alebo (5.23). Tuto minimalizaciu nelinearnej ucelovej funkcie
mozno uskuto¢nit’ mnohymi optimalizacnymi metédami, ktoré st zname v numerickej
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matematike [11]. Medzi najefektivnejsie patria tzv. gradientové metody, zaloZené na pouZiti
gradientu ucelovej funkcie pre iterativnu konsStrukciu optimalneho rieSenia. Pri ich pouziti
musime poznat’ gradient Gi¢elovej funkcie (t.j. parcidlne derivicie dE/d¥;a JE/dwj;) a jeho
vypocet bude naplnou tejto podkapitoly.

Parcialne derivacie ucelovej funkcie E (5.21) vzhladom k prahovym a vahovym

faktorom st urcené vztahmi (jednoducha aplikacia formuly pre parcialnu derivaciu zloZenej
funkcie [12])

0E _OE o _OE,
ow; dx; dw;  ox
9E _9E ox; I,
09; 0x;00; 0X;

I

(5.36)

kde parcialna derivacia oXx; / ow;; je jednoducho spocitana pomocou x=1(&;) (pozri (5.10)).
Potom dostaneme dX; /dw;; = (&) 08, / ow;; = t(&;)x ;- Podobné uvahy su aplikovatelné

aj pre vypocet parcidlnej derlvame ox; /81‘),-. Porovnanim rovnic (5.36) dostaneme
jednoduchy vzt'ah medzi parcidlnymi derivaciami dX; /0w, a 9X; /09,

OE _OE

—= X; 5.37
ow; 09, ' (537)

Vypocet gradientu sa redukuje na vypocet parcidlnych derivacii ucelovej funkcie vzhl'adom
k prahovym faktorom, podl'a (5.37) parcidlne derivacie vzhl'adom k vahovym koeficientom
si uréené pomocou jednoduchsSich parcidlnych derivacii vzhl'adom k prahovym
koeficientom. Upriamime naSu pozornost’ na vypocet parcialnych derivacii dE/dx;. Ich

vypocet zavisi od toho, ¢i index i popisuje vystupny neurdn alebo skryty neurdn,

% _
ox, g

dE dx, ,
Zan X, (preie V)

(pre ie Vo)
(5.38)

kde v druhom vyraze sumacia bezi cez vSetky neurény, ktoré nasleduju za
i-tym neurénom. Vyraz g; je urceny vztahom (5.21b), ktory je nulovy pre iné neurény ako
vystupné. Formuly z (5.38) m6zeme zjednotit’ do jedného vztahu

0E_ 5 IE DK

=g 5.39
0X; A =~ 0Xy 0X; (5-39)

kde je potrebné si uvedomit, ze ¢len na pravej strane obsahujuci sumaéciu, ako uz bolo
uvedené vyssie, je nulovy pre index i popisujuci vystupny neurén. Podobne, ako v (5.36),
pre parcidlne derivécie z pravej strany (5.39) plati dx, /dx; = t'(&,)w,;, dosadenim (5.39)
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do (5.36) dostaneme kone¢nti formulu pre vypocet parcialnych derivacii Gcelovej funkcie £
vzhl'adom k prahovym faktorom

JE oE ;
79, =t(E;)| g+ ZK,E Wi (pre ie VL Vo) (5:40)

kde derivacia prechodovej funkcie #'(§;) je urend vztahom (5.11b) a sumacia beZi cez
vSetky neurdny, ktoré su nasledovnikmi i-teho neur6onu.

Vo vSeobecnosti mozno charakterizovat’ vztah (5.40) ako systém linearnych rovnic,
ktorého rieSenie urCujii parcialne derivacie dE/J¥;. Pre neurénovi siet’ typu dopredného

Sirenia je mozné zostrojit’ rieSenie tohto systému jednoduchym rekurentnym postupom. V
prvom kroku vypocitame parcialne derivacie dE/09; pre vystupné neurdny (vystupna vrstva

L), pre ktoré plati 0E/09;= t'(§;) g; . Pomocou (5.40) potom mdZeme spocitat’ parcidlne
derivacie 0E/0¥,; pre neurény z predposlednej vrstvy L, ;. Pri vypoéte parcidlnych derivacii
0E/d9; pre neurény z vrstvy L; musime poznat’ tieto derivacie z nasledujicich vrstiev L.,
L, ..., L. Vypocet kon¢i, ked” zostrojime parcidlne derivacie pre neurdny z druhej vrstvy
L,. Poznajuc vietky parcialne derivacie 0E/0®; pre celil neurénovu siet’, uréime parcialne

derivacie BE/aW,-j jednoducho pomocou vztahu (5.37). Sposob vypoctu parcidlnych

derivacii pre neurénovu siet’ s doprednym Sirenim popisany vyssie, prebichajuci rekurentne
od najvyssej k najnizsej vrstve (t.j. proti smeru Sirenia informacie v neurénove;j sieti, ktora
prebieha od najnizsej k najvyssej vrstve — tzv. dopredné Sirenie) je aj hlavnym dévodom
toho, preCo sa tento postup v literatire Casto nazyva spdtné Sirenie (angl. back
propagation). Vztah podobny formule (5.40) pre vypocet parcialnych derivacii ucelovej
funkcie vzhladom k prahovym a vahovym koeficientom bol odvodeny v r. 1986
Rumelhartom so spolupracovnikmi [2]. Tato praca je pokladana za jeden z historickych
medznikov rozvoja teérie neurénovych sieti, pretoze v nej bolo ukdzané na mnohych
prikladoch (ktoré boli evidentne linearne neseparovatel'né), Ze zovSeobecnenie perceptronu
tak, aby obsahoval skryté neurdny, spolu s metddou spatného Sirenia pre vypocet gradientu
ucelovej funkcie, je schopné prekonat’ limity stanovené Minskym a Papertom [1] pre
jednoduchy perceptron neobsahujuici skryté neurdny.

Pri odvodeni formuly (5.40) nebol pouzity predpoklad, Ze graf reprezentujiici neurénovi
siet’ je acyklicky (t.j. neurénova siet’ je typu dopredného Sirenia). Preto tato formula plati
pre 'ubovol'na neurdnovu siet’, ktord moéze obsahovat’ aj orientované cykly (tzv. rekurentné
siete, pozri kapitolu 6). Avsak v tomto pripade uz nie je pouziteny postup spdtného Sirenia
pre vypocet parcidlnych derivacii, tieto si teraz urCené ako rieSenie systému linearnych
rovnic (5.40) pre parcidlne derivacie dE/0¥;. Totiz sumécia v (5.40) mdze obsahovat’ vo
vSeobecnosti aj parcialne derivacie dE/00;, ktoré eSte neboli spocitané v predchadzajucich

krokoch rekurentného vypoctu.

Vyssie uvedeny postup pre vypocet gradientu ucelovej funkcie je lahko
zovSeobecnitelny aj pre ucelova funkciu, ktord obsahuje viac ako jeden par vstupno-
vystupnych vektorov X, / )?o (pozri (5.23a-b)). Potom celkovy gradient ucelovej funkcie sa
jednoducho ur¢i ako suma gradientov spocitanych pomocou (5.40) pre vsetky dvojice
X, / X, z tréningovej mnoZiny (5.22)
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r
grad E = Zgrad ED (5.41)

i=1

kde ugelova funkcia £V je definovana (5.23b) pre i-tu dvojicu X, / X, z tréningovej
mnoziny.

Ak pozname gradient ucelovej funkcie £, potom adaptany proces neurdnovej siete je
realizovany minimalizaciou ucelovej funkcie E vzhladom k prahovym a vahovym
koeficientom. Formalne, adaptovana neurdénova siet je popisana koeficientmi, ktoré su
urcené ako

(w,8)=arg min E(w,9) (5.42)

(w.0)
Jednym z najjednoduchsich spdsobov (sucasne aj najviac pouzivanym), ako realizovat’ tito
minimalizaciu v ramci gradientovych optimalizacnych metod je metdda najprudsieho spadu

(angl. steepest descent) [11], v ktorej vadhové a prahové koeficienty st rekurentne
obnovované pomocou vzt'ahov

Wk = wf-/-k) - /”LE + /JAWf.jk)

ij

M (5.43)
9D Z g3 98 L jiap
pT T e, HAY

kde parameter A>0 musi byt dostatoéne maly (obvykle A=0,01-0,1), aby bola zabezpecena
monotonna konvergentnost’ optimalizacného algoritmu a sucasne dostatocne velky pre

zabezpecenie dostatocne vysokej rychlosti konvergentnosti. Pociatocné hodnoty prahovych

(0) (0)
j aw
stredom v nule, napr. z otvoreného intervalu (—1,1). Posledny ¢len v (5.43) odpoveda tzv.
momentovéemu clenu, ktory je ur€eny pomocou rozdielu koeficientov z poslednych dvoch

iteracii, AW = Wik — kD Aﬂgk) = 19(/() - 19(/(71). Momen-tovy ¢len (momentum) je

ij i ij
dolezity pre “obskocenie” lokalnych minim v pocia-to¢nej faze optimalizacie, hodnota
parametru U sa obvykle voli z intervalu 0,5<u<0,7.

a véhovych koeficientov o st ndhodne generované z malého intervalu so

1lustracny priklad (logickd funkcia XOR)

Efektivnost’ neurdénovej siete obsahujucej skryté neurony ilustrujeme na priklade logickej
funkcie XOR, ktord pre obyc€ajny perceptron nie je korektne klasifikovatelna. Pouzita
neurénova siet’ bude obsahovat’ tri vrstvy, prva vrstva obsahuje dva vstupné neurdny, druha
vrstva dva skryté neurdény a posledna tretia vrstva obsahuje jeden vystupny neur6on (pozri
obr. 5.12).
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Tabulka 5.2 Aktivity neurénovej siete z obr. 5.12
pre interpretaciu XOR problému

Cis. X1 X, X3 Xy Xs )}5
1 0,00 0,00 0,96 0,08 0,06 0,00
2 0,00 1,00 1,00 0,89 0,95 1,00
3 1,00 0,00 0,06 0,00 0,94 1,00
4 1,00 1,00 0,96 0,07 0,05 0,00

Skryté neurény vytvaraju tzv. vnttornt reprezentaciu funkcie XOR, ktora uz je linearne
separovatel'na. Tato skutoCnost, ze skryté neurdny su schopné zaviest reprezenticiu, v
ktorej su uz objekty spravne interpretované, je hlavnym doévodom Sirokého pouzivania
neurénovych sieti. Parametre adaptaéného procesu boli tieto: A=0,1, u=0,5; po 400
iteraciach ucelova funkcia mala hodnotu £=0,031. Vysledné aktivity skrytych a vystupnych
neurénov su uvedené v tab. 5.2. Ak nakreslime vysledné aktivity skrytych neurénov do
roviny x3-x4 , vidime, ze tieto poskytuji vnutornu reprezenticiu, ktora je linearne
separovatel'na (pozri obr. 5.13).

X5
«(3)

X,

(D
X2

Obrazok 5.12. Znazornenie jednoduchej neurénovej
siete s dvoma skrytymi neurénmi, ktord je schopna
spravne interpretovat’ XOR problém.

Perceptron 2. radu pre XOR funkciu (pozri podkapitolu 5.3.2, ilustrany priklad) je
jednoducho realizovatelny pomocou neurénovej siete s jednym skrytym neurénom tak, ze
zavedieme novu (funkciondlnu) vstupnu aktivitu x;=x; A x, (tj. nova vstupna aktivita je
vytvorenim funkcie AND aplikovanej na povodné vstupné aktivity x; a x, ), pozri obr. 5.14.
Perceptron A moéze byt jednoducho pretransformovany na neurénovu siet’ B, ktora obsahuje
jeden skryty neurén, pri¢om tento neurén vykonava logicku funkciu AND.
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(0,1) 1,1

o\/ °  JCR)

+
/_\ (1’1)
(0,0) (1,0) (1,0) 0,0
® ® > X, 1 LTy > X,
A B

Obriazok 5.13. Diagram A znazoriiuje vstupné aktivity XOR problému. Sipky znazoriiuju
presun objektov v dosledku adaptacie siete. Diagram B znazorfiuje skryté aktivity neurénovej
siete, ktoré st priradené jednotlivym “obrazcom” XOR problému. Co je délezité, skryté
aktivity uz su linearne separovatelné “nadrovinou” ur¢enou ¥s+wasxa+wssx3=0.

5.3.4 Adaptacia neuronovej siete vyssieho radu

Vypocet parcidlnych derivcii 0E/d0;a JE/dw; pre neurénové siete vyssieho radu je

analogiou postupu pre neurénové siete s doprednym Sirenim prvého radu (pozri podkapitolu
5.3.3). Pre jednoduchost’ predpokladajme, Ze neurénova siet’ je druhého radu, t.j. aktivity
(5.15a-b) st urené linearnymi a kvadratickymi ¢lenmi. ZovSeobecnenie pre neurénové
siete treticho alebo vysSieho radu je jednoduché. Parcidlne derivacie ucelovej funkcie
vzhl'adom k vahovym koeficientom prvého a druhého radu su urcéené takto (pozri (5.37))

x, XOR x, x, XOR x,

X3

X, X, XX, X, X5
A B

Obrazok 5.14. Diagram A znazoriiuje jednoduchi realizaciu perceptronu 2. radu zavedenim
nového vstupného neurdnu, ktorému je priradené vstupna aktivita vyjadrena ako sucin (logicka
funkcia AND) aktivit prvého a druhého vstupného neurénu. Diagram B znazorfiuje
najjednoduchsiu neurdénovu siet’ s jednym skrytym neurénom, ktorého aktivita je realizovana ako
AND funkcia. Pripomefime, Ze problém AND je linearne separovatelny, ¢ize je mozné zostrojit’
pre tento problém jednoduchy perceptron (ktorého vystupny neurdén odpoveda skrytému neurénu
3).
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JE  OE

=—X;
ow;; 99; ’ 544
JE _ OE (5.44)
Parcialne derivacie dE/d¥; su urCené systémom linearnych rovnic (pozri (5.40))
oE oE
CLy Kk 00 ek

i<j

Druhy c¢len na pravej strane 2wy ; x; odpoveda “Cistému” kvadratickému c¢lenu wk_,«,»xi2 v
(5.15b), zatial’ ¢o treti Clen Z( jeki<i) Wi iX; odpovedd “krizovym” Clenom v (5.15D).
Rekurentna formula pre obnovu prahovych a vahovych koeficientov je analogicka
formulam (5.43) pre obycajni neurénovu siet’ prvého radu.

Hlustracny priklad (sumacia dvoch 2-bitovych cisel)

Studujme sumaciu dvoch 2-bitovych &isel

o, O

+0, o
__ "3 "4 (5.46)
065 066 o
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kde o; st binarne c¢isla. Tab. 5.3 obsahuje vsetkych 16 moznych realizéacii suétu (5.46), v
poslednom stipci je uvedena dekadickd interpreticia daného siétu. Rumelhart so
spolupracovnikmi [2] navrhli neurénovu siet’ Specialneho tvaru, ktora obsahuje dva skryté
neurony a je schopna korektne interpretovat’ sucet (5.46). Skryté neurony maju vyznam
dvoch medzisuctov, ktoré su potrebné pre realizaciu celkového suctu (medzisucty pre druhy
a prvy stipec v (5.46)), pozri obr. 5.15. Aviak s nimi navrhnutou neurénovou sietou mali
vazne problémy pri jej adaptacnom procese.

Z tychto dovodov Rumelhart so spolupracovnikmi pouzili na klasifikdciu suctu (5.46)
neuronovu siet’ s 3 alebo 4 skrytymi neurénmi, ktoré uz nemali konvergentné problémy.
Tieto problémy adaptacného procesu neurénovej siete zndzornenej na obr. 5.15 sa
odstrania, ak sa t4 bude interpretovat’ ako neurénova siet’ druhého radu. Po 3000 iteraciach
bola adaptacia Gispes$nd, hodnota uéelovej funkcie je £=0,03, pre parametre A=0,1 a pu=0,5.
Vysledné aktivity skrytych a vystupnych neurénov st uvedené v tab. 5.4. Posledné tri stipce
v tejto tabul’ke odpovedaji vystupnym aktivitam, ktoré sa priamo vzt'ahuju k pozadovanym
aktivitdm (bitovym premennym) v sumacii (5.46). V pripade neurdénovej siete 2. radu
aktivity skrytych neurénov uz nemaju vyznam medzisumacii v (5.46).

Obrazok 5.15. Struktira neurdno-vej
siete, ktora je schopna rieSit sumaciu
dvoch 2-bitovych ¢isel.
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Tabul’ka 5.3. Hodnoty binarnych premennych sumacie dvoch 2-

bitovych Cisel z (5.46)

Cis. | oy 0, 0 04 ols Ol o; | Vyznam
1 0 0 0 0 0 0 0 0+0-0
2 0 0 0 1 0 0 1 0+1=1
3 0 0 1 0 0 1 0 0+2=2
4 0 0 1 1 0 1 1 0+3=3
5 0 1 0 0 0 0 1 1+0=1
6 0 1 0 1 0 1 0 1412
7 0 1 1 0 0 1 1 1+2-3
8 0 1 1 1 1 0 0 1+3-4
9 1 0 0 0 0 1 0 2+0=2
10 1 0 0 1 0 1 1 27713
11 1 0 1 0 1 0 0 2+0-4
12 1 0 1 1 1 0 1 2435
13 1 1 0 0 0 1 1 3+0-3
14 1 1 0 1 1 0 0 3+1=4
5 1 1 1 0 1 0 1 3125
16 1 1 1 1 1 1 0 3+3=6

Tabul’ka 5.4. Hodnoty aktivit skrytych a vystupnych
neurdénov siete urcenej obr. 5.15

C is. X5 X6 X7 Xg X9
1 1,00 1,00 0,00 0,00 0,00
2 0,29 1,00 0,00 0,11 0,95
3 1,00 1,00 0,00 0,93 0,04
4 0,29 0,81 0,01 1,00 0,95
5 0,29 1,00 0,00 0,11 0,95
6 0,00 1,00 0,00 0,88 0,05
7 0,29 0,81 0,01 1,00 0,95
8 0,00 0,99 0,99 0,00 0,05
9 1,00 1,00 0,00 0,93 0,04
10 0,29 0,81 0,00 1,00 0,95
11 1,00 0,13 0,99 0,00 0,04
12 0,29 0,00 1,00 0,10 0,95
13 0,29 0,81 0,01 1,00 0,95
14 0,00 0,16 0,99 0,00 0,05
15 0,29 0,00 1,00 0,10 0,95
16 0,00 0,00 1,00 1,00 0,05

5.3.5 Adaptacia kombindcie lokdalnych neuronovych sieti

Ucelova funkcia pre kombinaciu ¢ lokalnych sieti mé tvar
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Y 0? (5.472)
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>

o _ p,(xs(i) - )?k) (pre ke V)

(5.47b)
0 (pre ke Vp)

kde Xg(’) a % je vypotitana resp. pozadovana vystupna aktivita k-teho neurdnu i-tej
lokalnej neurdnovej siete. Tento vztah pre ucelovi funkciu je zovSeobecnenim vztahu
(5.21), obsahuje prispevky od kazdej lokalnej neurénovej siete, pricom tieto su vazené
koeficientmi proporcionality Di
definovanymi pomocou vystupnych aktivit branovej siete (pozri podkapitolu 5.2.2).
Adaptacia kombinacie lokalnych neurénovych sieti spociva v hl'adani takych prahovych a
vahovych koeficientov lokalnych sieti a branovej siete, ktoré minimalizuju Gcelovi funkciu
(5.47). Adaptacny proces pre lokalne siete je uplne analogicky s adaptaénym procesom
obycajnej neurénovej siete popisanym v podkapitole 5.3.3. Vyrazy pre vypocet gradientu su
platné aj pre lokalnu siet s malou modifikaciou, ze vyrazy g; v (5.40) su rozsirené o
koeficienty proporcionality. Pre kazdu lokalnu neurénovu siet’ spocitame zvlast' gradient
ucelovej funkcie a jej prahové a vahové koeficienty st obnovené pomocou formuly (5.43).

Adaptacny proces kombinacie lokalnych sieti vzhladom k prahovym a vahovym
koeficientom branovej siete je uskutocnitelny pomocou malej modifikacie adaptacného
procesu lokalnych sieti. Parcidlne derivacie ucelovej funkcie vzhladom k vahovym
koeficientom branovej siete st uréené vztahom (pozri (5.37))

JE__ _9E o) (5.482)

awl?)  aold)

]

Parcialne derivacie BE/ 81‘}(,-“’) su rekurentne urCené vztahom, ktory ma rovnaku
formalnu strukturu ako (5.40)

IE _ p(ela))| 49 IE _ (9)
e =g} ){ ,. +zk“8ﬂ(kg)wki (5.48b)

(9)

kde veli¢iny g,”’ urcené vztahom
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9\ = (5.48¢)
0 (pre k¢ Vo)

Jednoducha diskusia vzt'ahov (5.48a-c) vedie k nasledujucim délezitym zaverom: Ak
lokalne siete a branové siet st sucasne adaptované pre dany par X,/ Xy, potom

kombinacia lokalnych sieti smeruje k pouzitiu len jednej lokalnej siete ku klasifikacii
objektu popisaného vstupnymi aktivitami x;, pricom vystupna aktivita danej lokalnej siete je
blizka pozadovanej klasifikdcii urCenej vystupnym vektorom )?O. To znamena, zZe

koeficienty proporcionality v priebehu adaptacného procesu sa upravia na “binarnu”
hodnotu

1 (prej=i

p; = 0 ( . ) (5.49)
(pre j# i)

pre j=1,2,...t, kde i je index lokalnej siete poskytujucej vystupny vektor blizky

pozadovanému )?O. Bréanova siet’ teda rozhoduje tak, ze si vyberie jednu lokalnu siet, ktora

bude pouzita pre klasifikaciu daného objektu. Ostatné lokalne siete v dosledku malosti ich
koeficientu proporcionality sa zi¢astiiuji na tejto klasifikacii zanedbatelnou mierou.
Ugelova funkcia (5.47) pre aktualny adaptaény proces je zovieobecnena tak, Ze je
sumovana cez vsetky objekty tréningovej mnoziny (pozri (5.23)). Gradient tejto ucelovej
funkcie sa potom rovna sume gradientov spocitanych pre jednotlivé objekty (pozri (5.41)).

[lustracny priklad (sumdcia dvoch 2-bitovych cisel)

Efektivnost’ tedrie kombinacie lokalnych neurénovych sieti ilustrujeme pomocou
klasifikacie sumacie dvoch 2-bitovych cisel; tento priklad uz bol pouzity v predchadzajice;j
podkapitole 5.3.4. Ako uz bolo zdéraznené, tento priklad obsahujuci 16 objektov je spravne
interpretovany neurénovou siet'ou, ktora obsahuje aspoii dva skryté neurony. Ako ilustracny
priklad pouzijeme kombinaciu dvoch lokalnych perceptrénov (neurénovych sieti bez
skrytych neuronov), ktoré obsahuju Styri vstupné neurdny a tri vystupné neurony, a branova
siet’ tiez predstavuje jednoduchy perceptron obsahujuci Styri vstupné neurdény a dva
(rovnaky pocet ako lokalnych sieti) vystupné neurdny (pozri obr. 5.16).

Tréningova mnozina obsahuje vSetkych 16 objektov uvedenych v tab. 5.3. Adaptacny
proces bol uskuto¢neny pomocou formul (5.43) aplikovanych na prahové a vahové
koeficienty jednotlivych lokalnych sieti a prahovej siete s parametrami A=0,1 a p=0,7.
Adaptacny proces bol ukonceny po 500 cykloch s hodnotou ucelovej funkcie E=0,005.
Vsetkych 16 objektov bolo korektne klasifikovanych bud’ prvou alebo druhou lokéalnou
sietou. To znamena, ze branova siet’ rozdelila tréningovi mnoZzinu na dve podmnoZiny,
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ktoré uz su linearne separovatelné, ¢ize korektne interpretovatelné lokalnymi sietami —
perceptronmi. Dva ilustracné vysledky st uvedené v tab. 5.5a-b. Tak napriklad, objekt ¢. 3
(odpovedajuci suctu 0+2=2) je korektne klasifikovany prvou lokalnou sietou (s
koeficientom proporcionality p;=1). Druha lokalna siet’ poskytuje nespravnu klasifikaciu,
ale jej koeficient proporcionality je nulovy, p,=0.

selektor

SARA| | AR | | AN

1. lokalna siet 2. lokalna siet branova siet
X; X X;

Obrazok 5.16. Schematické znazornenie adaptivnej kombinacie dvoch
lokalnych neurdnovych sieti a jednej branovej neurdnovej siete. Lokéalne a
branové siete su realizované ako dvojvrstvové neurénové siete bez skrytych
neurénov (perceptrony).

Tabul’ka 5.5a. Vystupné aktivity jednotlivych lokalnych sieti
pre interpretaciu objektu €. 3
(pozri tab.5.3)

Objekt &. 3 (0+2=2)
vstupné aktivity 0 0 1 0
pozadované aktivity 0 1 0
vypocitané aktivity
1. lokélna siet’ 0,02 0,99 0,02
2. lokalna siet’ 0,91 0,00 0,83
koef. proporcionality 1,00 0,00
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Tabulka 5.5b. Vystupné aktivity jednotlivych lokalnych sieti
pre interpretaciu objektu ¢. 14
(pozri tab. 5.3)

Objekt &. 14 (3+1=4)

vstupné aktivity 1 1 0 1
pozadované aktivity 1 0 0
vypocitané aktivity

1. lokélna siet 0,99 0,01 0,95
2. lokalna siet’ 0,99 0,01 0,01
koef. proporcionality 0,00 1,00

5.4 Neuronova siet’ ako univerzalny aproximator

V pociatkoch historie neurénovych sieti s doprednym Sirenim [2] bolo venované velké
usilie tomu, aby sa ukazalo, Ze tieto neurdnové siete s dostatoCnym poctom skrytych
neurénov st vzdy schopné simulovat’ (aproximovat’) zlozité binarne alebo spojité funkcie s
pozadovanou presnost'ou. Z pohladu sucasnosti tieto snahy st 'ahko vysvetlite'né, jednalo
sa o prekonanie Soku vyvolaného nazorom Minského a Paperta [1], Ze perceptrony nemaju
univerzalny vypoctovy charakter. V predchadzajucej casti tejto kapitoly sme ukazali na
roznych ilustraénych prikladoch, Zze zovSeobecnenie perceptrénu zavedenim skrytych
neuronov alebo “interakcii” vyssieho radu medzi neuronmi poskytuje dostatocne flexibilny
vypoctovy aparat, ktory je schopny korektne simulovat' rozne zlozité binarne funkcie.
Hecht-Nielsen v r. 1987 prvy ukazal [13], Ze trojvrstvové neurénové siete s doprednym
Sirenim a s dostatocnym poc¢tom skrytych neurénov s schopné aproximovat’ s pozadovanou
presnost'ou kazdé spojité zobrazenie. V sucasnosti k tomuto problému existuje uz pomerne
rozsiahla literatara. Zial’, nejedna sa o jednoducho formulovatelny problém. Pouzivaju sa
pomerne zlozité prostriedky funkcionalnej analyzy a preto sa obmedzime len na formulaciu
zakladnych myslienok tejto tedrie [14].

Studujme spojitt funkciu F, ktora zobrazuje n-rozmerny priestor R na otvoreny interval
©0,1)

F:R" = (0,9) (5.50)

kde y=F(x)=f(x1,xs,...,x,). Tréningova mnozina A4, obsahuje r bodov (aktivit) z n-
rozmerného priestoru R", 4,4,={X1,X2,...,X,} . Nech funkcia

tR—(0,) (5.51)

je tzv. prechodova funkcia, ktora v tejto suvislosti je len vel'mi vSeobecne $pecifikovana
ako spojitd a monotoénne rastica, vyhovujuca asymptotickym podmienkam #—c0)=0 a
t(e=)=1. Jednoducha realizacia tychto vSeobecnych podmienok sa d4 dosiahnut’ pouzitim
sigmoidy #(x)=1/(1+e ™) (porovnaj s (5.11a) pre 4=0 a B=1). Pretoze sme predpokladali, ze
prechodova funkcia je monotonne rastuca, musi k nej existovat’ inverznd funkcia ¢
1:(0,1)>R. Pre sigmoidu je tato inverznd funkcia urcend vztahom x=In(y/(1-y)). Podla
Hornika [14] plati nasledujuca veta.
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Veta. Pre kazdé € > 0 existuje taka funkcia
q
G(X)= Y 0t(D;+w;- X) (5.52a)
i=1
kde o; a 9; st redlne koeficienty, w; = ( 1(i), ;’),..., Wf,i))sﬁ vektory obsahujtice n redlnych

() ()

komponent a X-W; = X, W1' + X W, +...+X,,W£,") je skalarny sicin vektorov x a w; , Ze

kg |F(x,)- G(x,)| < (5.52b)

Na zéaklade tejto vety mozeme hovorit’, Ze funkcia F(x) je aproximovana s presnostou €
nad tréningovou mnozinou 4,,, pomocou funkcie G(x) uréenej (5.52a) pomocou
vieobecnej prechodovej funkcie #(x) (realizovanej napr. sigmoidou). Zial’, tato veta je len
existencného charakteru, nespecifikuje parametre funkcie G (napr. koeficienty o; a ¥; a
vektory w;), tvrdi len, ze tato funkcia existuje a aproximuje funkciu F(x) nad tréningovou
mnozinou A, .

Funkcia G(x) je jednoducho interpretovatel'na neurénovou sietou s doprednym §irenim,
ktora obsahuje jednu vrstvu ¢ skrytych neurénov (pozri obr. 5.17). Koeficienty o; su vahy
spojov medzi skrytymi neurébnmi a vystupnym neurénom, ¥; su prahové koeficienty
skrytych neurénov a vektor w; obsahuje zlozky, ktoré tvoria vahové koeficienty hran medzi
i-tym skrytym neurénom a vstupnymi neurénmi. Aktivita vystupného neurénu je v tomto
pripade rovnad potencidlu vystupného neurdnu, zatial ¢o v Standardnej neurdnovej sieti
aktivita vystupného neuréonu je funk¢nd hodnota prechodovej funkcie pre jeho potencial
(pozri (5.10a)). Tato restrikcia je lahko odstranitelna pouzitim predpokladu, ze k
prechodovej funkcii y=t(x) existuje spojita inverzna funkcia x=¢'(y). Potom podmienka
(5.52b) ma tvar

3 [Fx) - Glxi) <& (5.53)
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kde nové funkcia G(X) mé tvar

q
Gx)=1| D a0, +w,-x) (5.54)
i=1

Touto jednoduchou modifikaciou vysSie uvedenej vety sme ukazali, Ze l'ubovolna spojita
funkcia F(x), definovana nad tréningovou mnozinou 4., a s funkénymi hodnotami z

otvoreného intervalu (0,1), je aproximovatelna funkciou G(X) s pozadovanou presnostou

e’. Co je dolezité, funkcia C:‘(x) je uz interpretovate'na neurénovou sietou s doprednym
Sirenim, ktora obsahuje jednu vrstvu ¢ skrytych neurénov.

Uvedena veta ma principidlnu dolezitost pre neurénové siete. ZabezpeCuje nam, Ze
trojvrstvova neurénova siet’ (obsahujica jednu vrstvu skrytych neurénov) je schopna
simulovat’ s pozadovanou presnostou l'ubovolné zobrazenie typu (5.50) definované nad
koneénou tréningovou mnozinou. Tymto mame teda k dispozicii vSeobecny prostriedok pre
regresnu analyzu funkcii definovanych pomocou “regresnej tabulky”, kde pre nezavislé
argumenty su predpisané funkéné hodnoty (t.j. tréningovd mnoZzina v zmysle vodnej
podkapitoly 5.1, pozri (5.3)). Tedria neurénovych sieti poskytuje univerzalny prostriedok
pre navrh “modelovej funkcie” v tvare (5.54), kde pocet skrytych neurénov a prahové a
vahové koeficienty st regresné parametre. AvSak musime poznamenat’, ze hlavny ciel tedrie
neuronovych sieti s doprednym Sirenim nie je regresna analyza funkcii definovanych
tréningovou mnozinou (aj ked” tento moment v mnohych pripadoch je velmi délezity), ale
extrapolacia funkénych hodn6t mimo tréningovej mnoziny, ¢ize problém zovSeobecnenia
(predikcia a klasifikacia).

vystupny neurdn

skryté neurony

vstupné neurény

Obrazok 5.17. Znazornenie Standardnej neurénovej siete s doprednym Sirenim,
ktora obsahuje jednu vrstvu skrytych neurénov. Aktivita vystupného neurénu y
“simuluje” zobrazenie F(x) pre pozadované body z tréningovej mnoziny.
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5.5 Praktické skusenosti s aplikaciami neuronovych sieti
na klasifikaciu a predikciu

Viacvrstvové neuronové siete s doprednym Sirenim patria medzi tie neurénové siete, ktoré
st najCastejSie pouzivané ako univerzalny prostriedok pre klasifikaciu a predikciu.
Uvedieme niekol'ko praktickych sktisenosti, ako realizovat’ tieto aplikacie. Najprv budeme
Studovat’ problém, ako rozlozit mnozinu klasifikovanych objektov 4 na tréningova a
testovaciu mnozinu, A=A, J4. Realizacia tohto rozkladu patri medzi prvé zakladné
problémy pri aplikaciach neurénovych sieti, tréningova mnozina by mala obsahovat tie
objekty z A, ktoré dobre “reprezentuju” ostatné podobné objekty (zahrnuté v testovacej
mnozine A,). Problém rovnakej dolezitosti ako rozklad mnoziny objektov na tréningovu a
testovaciu mnozinu je aj problém vyberu deskriptorov, ktoré su podstatné pre klasifikaciu
objektov. Obvykle sa deskriptory objektov navrhuji “ad-hoc” spésobom — vyberaju sa
také deskriptory, ktoré su (alebo mozu byt) dolezité pre popis objektov. Z tohto pohl'adu
vystupuje do popredia problém vyberu len tych deskriptorov, ktoré poskytujii rovnaku
(alebo o malo horsiu) klasifikaciu objektov ako povodna sada deskriptorov. Tento problém
budeme rieSit pomocou jednoduchej metddy vyuzivajicej najblizSich susedov v okoli
klasifikovaného objektu.

Dalsim dolezitym problémom pri aplikaciach neurénovych sieti je navrhnit vhodnti
architekturu neurénovej siete. V nasich uvahach sa pre jednoduchost obmedzime len na
neurénové siete s jednou vrstvou skrytych neurénov (pozri obr. 5.17), pricom pod
architektirou budeme rozumiet' pocet skrytych neurénov. Na zéklade vety (uvedenej v
podkapitole 5.4), ktora charakterizuje 3-vrstvovi neurénova siet’ ako univerzalny
aproximator, mdzeme ocakavat, ze s rastom poctu skrytych neurénov bude adaptacny
proces neurénovej siete poskytovat’ lepsie a lepsie vysledky (t.j. hodnota ucelovej funkcie
(5.23) sa bude asymptoticky blizit' k nule). Tento zaver je spravny, avSak ak budeme
porovnavat predikéné (alebo klasifikaéné) schopnosti tychto neurdénovych sieti,
spozorujeme, ze od ur¢itého poctu skrytych neurénov sa predikcia neurénovej siete pre
objekty z testovacej mnoziny zacne zhorSovat. To znamena, Ze z hladiska spravnej
klasifikacie objektov z testovacej mnoziny je d’alSie zvySovanie poctu skrytych neurénov uz
zbytoéné (alebo az neziaduce, z pohl'adu adaptaéného procesu neurdénovej siete).

Podobny problém je aj s poc¢tom iteraénych krokov pri adaptacii neurénovych sieti (pre
dany pocet skrytych neurénov). Ak sucasne sledujeme znizovanie ucelovej funkcie (5.23) v
priebehu adaptacie, od urcitého poctu iteraénych krokov spozorujeme, Zze predikéna
schopnost’ neurdénovej siete sa zacne zhorSovat. Podobne ako v predchadzajucom pripade
(zvySovanie poctu skrytych neurénov), d’alsia adaptacia neuronovej siete je zbytocna, uz len
zhorsuje jej predikénu schopnost’.

Problém optimalneho poctu adaptacnych krokov tizko suvisi tiez s vyberom adaptacnej
(minimalizacnej) metody. V podkapitole 5.3.3 bola diskutovana jednoducha modifikacia
gradientovej metody najprudsieho spadu (pozri (5.43)). Aj ked’ tento pristup je najcastejsie
pouzivany pre adaptaciu viacvrstvovych neurénovych sieti s doprednym Sirenim, obvykle je
kritizovany ako vel'mi pomaly, vyzadujuci mnoho tisic iteracnych krokov. Z tychto dovodov
sa venuje pozornost’ aj inym, efektivnejSim optimalizacnym metddam numerickej
matematiky (napr. Newtonova metéda, metdéda zdruzenych gradientov alebo metoda
premennej metriky, pozri [11]). Ich pouzitim v tedrii neurénovych sieti sa dosiahne
podstatne rychlejsi proces adaptacie, avSak obvykle za cenu zhorSenia predikénych
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schopnosti neurdnovej siete. Obrazne povedané, neurdnova siet’ je “vynikajico” adaptovana
na objekty tréningovej mnoziny (vahové a prahové koeficienty neurénovej siete maju
hodnoty odpovedajuce presnym hodnotam daného lokalneho minima wcelovej funkcie
(5.23)), avsak za cenu “preucenia” neurdnovej sicte s naslednou slabou predikénou
schopnostou.

Na zaver tejto podkapitoly uvedieme jednoduchu algoritmizaciu v pascalovskom
pseudokdode neuronovej siete s doprednym Sirenim, ktora obsahuje jednu vrstvu skrytych
neuronov.

5.5.1 Rozklad mnoziny objektov na tréningovu a testovaciu mnozinu

Popiseme jednoduchy spdsob rozkladu mnoziny objektov 4 na tréningovi a testovaciu
mnozinu, A=A, JA.s Predpokladajme, Ze pozname nejaku klastrovaciu metodu [15],
ktora nam rozlozi mnozinu 4 na disjunktné podmnoziny — klastre, ktoré obsahuju
“podobné” objekty (z hl'adiska metriky pouzitej v klastrovacej metdode)

A=CuGu..uC, (5.55)
kde i-ty klaster C; obsahuje n; objektov z 4

G ={o{",0",...0))} c A (5.56)

i

pricom predpokladame, Ze objekt 01(i) € C; je ten objekt z i-teho klastra C; , ktory lezi
“najblizsie” k jeho centru. Tento objekt ndm v nasledujiicich tvahach bude sluzit ako
“reprezentant” objektov z klastra C;. Potom tréningova a testovacia mnozina je urcena

objektmi

wn=(6-fol})o - fof o le)

To znamend, ze tréningovd mnozina je zlozend zo vSetkych reprezentantov klastrov a
testovacia mnozina obsahuje zostdvajuce objekty (pozri obr. 5.18)). Pocet objektov v
tréningovej mnozine je totozny s poctom klastrov, |4,i,|=p a |Aes= |4|-p -
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Tedria neurénovych sieti poskytuje vyborny klastrovaci prostriedok pomocou
Kohonenovej neurdnovej siete (pozri kapitolu 7), ktory je lahko pouzitelny aj pre
diskutovanu problematiku rozkladu mnoziny objektov na tréningovu a testovaciu mnozinu
[16]. Obvykle su vystupné neurdny tejto siete priestorovo ulozené na ortogonalnej mriezke
typu NxN (t.j. siet’ obsahuje N* vystupnych neurénov). Adaptaény proces tejto siete spociva
v tom, Ze objekty mnoziny A aktivuju len jeden vystupny neurdn. Objekty, ktoré aktivuja
rovnaky vystupny neurén, mdzeme povazZovat za “podobné”. Z tedrie Kohonenovych
neuronovych sieti tiez vyplyva, Ze tieto objekty mozeme tiez este podrobnejsie klasifikovat’
z hladiska ich “blizkosti” k wur¢itému centru daného vystupného neurénu (napr.
minimalnostou normy rozdielu deskriptorov objektu a vahovych koeficientov vystupného
neuronu). Tieto “centralne” objekty nam sliizia ako reprezentanti objektov, ktoré aktivuju
dané vystupné neurony (klastre) a teda tvoria tréningovll mnozinu. V tejto suvislosti je
potrebné blizSie Specifikovat’ tvar deskriptorov objektov, ktoré sa pouziji pre
“klastrovanie” mnoziny 4 na tréningovl a testovaciu mnozinu. Podobnost’ objektov je v
tomto pripade uréenad nielen ich deskriptormi ale aj ich vlastnostami. Z tychto dévodov, pre
potreby klastrovania objektov pomocou Kohonenovej siete deskriptory objektov su
roz§irené este o vlastnost’ (alebo vlastnosti) objektov. Jednoducha realizacia tohto pristupu
je znazornena na obr. 5.19.

A train A

Obrazok 5.18. Schematické znazornenie rozkladu mnoziny objektov 4
na tréningovu a testovaciu mnozinu pomocou rozkladu A na klastre Cj,
C, ..., C, . Objekty reprezentované zaplnenymi Stvorcami odpovedaju
tym objektom, ktoré lezia najblizSie k stredom prislusnych klastrov,
ostatné objekty su reprezentované zaplnenymi krizkami. Poznamenajme,
ze klaster Cs obsahuje len jeden objekt, ktory patri do tréningovej
mnoziny.

5.5.2 Optimalny vyber deskriptorov

Vyber deskriptorov — priznakov, ktoré popisuji vhodnym spésobom objekty, patri medzi
zakladné ulohy predspracovania dat pre potreby neurénovych sieti. V mnohych pripadoch
st deskriptory navrhnuté “ad-hoc”, bez podrobnejsicho Stidia ich vzajomnej zavislosti a
vyznamnosti pre popis objektov. Z tychto dovodov je dolezité analyzovat pouzité
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deskriptory z pohladu ich vyznamnosti pre klasifikaciu objektov, z mnoziny navrhnutych
deskriptorov urcit’ tie, ktoré st vyznamné pre klasifikaciu testovacich objektov. Pre
aplikacie neurdénovych sieti ako klasifikatorov a prediktorov je uréenie optimalneho vyberu
deskriptorov vyznamné nielen z pohl'adu efektivnosti adaptacného procesu, ale tiez aj ako
vyznamny medzikrok pre ulahCenie interpretacie vysledkov poskytovanych adaptovanou
neurénovou siet’'ou.

V tejto podkapitole popiseme klasifikacnt metdédu KNN (angl. K Nearest Neighbor)
[17], ktorej jednoducha modifikacia je vhodna pre optimalny vyber deskriptorov. Zakladny
princip metédy KNN je znazorneny na obr. 5.20. V tejto metdode hra zakladni ulohu
vzdialenost’ medzi tréningovym objektom a testovacim objektom, tato vzdialenost moze
byt definovana ako L; metrika

Testovacia
mnozina

Tréningova
mnoZina

Obrazok 5.19. Ilustra¢ny priklad pouzitia Kohonenovej siete na rozklad mnoziny objektov 4 na tréningovu a
testovaciu mnozinu prevzaty z publikdcie [16], v ktorej sa autori zaoberali pouzitim neurénovych sieti k
predikcii ®C NMR (jadrova magnetickd rezonancia) chemickych posunov nasytenych acyklickych
uhlovodikov — alkanov (napr. naplin v zapalovacoch je tvorend zmesou dvoch alkdnov, a to propanu a
butanu). Chemicky posun je lokalna vlastnost’ uhlikovych atémov, preto dany uhlikovy atéom v alkane je
popisany jeho najbliz§im okolim (diagram A), t.j. kolkokrat sa dany fragment vyskytuje v alkdne so
$pecifikovanym uhlikom. Deskriptor d obsahuje 13 nezdpornych celych ¢isel, ktoré odpovedaji “frekvenciam
vyskytu” fragmentov. Pre potreby klastrovania mnoziny alkanov z hl'adiska >C NMR chemickych posunov,
tento deskriptor je rozsireny o experimentalne namerany chemicky posun. Takto modifikované deskriptory st
pouzité pre adaptaciu Kohonenovej neurénovej siete. Po skonceni tohto procesu dany deskriptor (alkan)
aktivuje prave jeden vystupny neurén. Rozne alkany, ktoré aktivuju rovnaky vystupny neurén, su povazované
za “klaster podobnych” alkanov (B).
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X
A\ tréningovy objekt s vlastnostou "0" !
O tréningovy objekt s vliastnostou "1"

@ testovaci (klasifikovany) objekt

Obrazok 5.20. Schematické znazornenie metédy KNN. V rovine deskriptorov x; a x»
su umiestnené objekty tréningovej mnoziny. Okolo klasifikovaného objektu z
testovacej mnoziny vytvorime taku sféru (reprezentovant v dosledku pouzitia L,
metriky Stvorcom), aby obsahovala K objektov (v naSom pripade K=5). Testovaci
objekt je klasifikovany podla tych tréningovych objektov, ktoré sa najviac vyskytuji
vo sfére, v tomto pripade ma testovaci objekt vlastnost’ 1.

FOR)

train — “test

D(dtrain' dtest) = 2 (5.58)
i=1

() 4@ 4 0 4@ )

kde  dirain _(dtrain’dtrain"“’dtrain) a dyain :( test’dtest’---,dtest) si vektory
deskriptorov priradené objektu z tréningovej resp. testovacej mnoziny.

Predpokladajme, Ze tréningové objekty si usporiadané tak, Ze pre testovaci objekt s
vektorom deskriptorov d,,,,, plati

D(dtrain,1’ dtest) < D(dtrain,Z’ dtest) s.< D(dtrain,K’ dtest) < D(dtrain,K+1’ dtest) <. (5-59)

K prvych tréningovych objektov z tejto postupnosti tvori okolie (K-rozmernu sféru)
testovacieho objektu d,.,, . Testovaci objekt je klasifikovany podla tych objektov z K sféry,
ktoré sa v nej najviac vyskytuju. Tymto spésobom sme schopni klasifikovat’ kazdy objekt z
testovacej mnoziny. Formélne, Vs = KNN(dpeq;), kde y., je vlastnost priradena

testovaciemu objektu s deskriptorom d;.
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Vyraz (5.58) pre vzdialenost dvoch objektov mozno zovsSeobecnit’ tak, ze sa zavedd
binarne vahy w;e {0,1}, ktoré popisuju, ¢i sa i-ty deskriptor uvazuje (w=1) alebo neuvazuje
(w=0)

gD g

tra/n est

D(dyrains drest) = z

(5.60)

Modifikovany KNN klasifikdtor s binarnymi vahami ozna¢ime KNN,, alebo
Yi¥) = KNN,,(dys;). Pre bindrny vahovy vektor w st vysledky poskytované metddou

KNN,, totozné s vysledkami poskytovanymi KNN, ak vSetky komponenty w su jednotkové.
Uspesnost klasifikatora KNN,, pri interpretacii objektov z testovacej mnoziny méze byt
popisana ucelovou funkciou

26( féi? ’KNNW(dtest)) (5.61)
|Atest| diest

kde &(i,j)=1 pre i=j, &i,j)=0 pre i#f a y(terif) vyjadruje pozadovanu vlastnost. V pripade, Ze

klasifikator KNN,, interpretuje spravne vsetky objekty testovacej mnoziny, hodnota
ucelovej funkcie f{w) je maximalna (jednotkova), jej menSie hodnoty (0<f{w)<1) indikuja,
ze Kklasifikator KNN,, poskytuje nespravnu interpretaciu. Vyraz 1— f{w) urcuje frakciu
objektov testovacej mnoziny, ktoré si nespravne interpretované. Optimalny vyber
deskriptorov je uréeny rieSenim diskrétneho optimaliza¢ného problému

W =arg max f(w) (5.62)
wel0,1}"

kde hPadame globalne minimum v priestore vietkych binarnych vektorov dizky n. Pre malé
hodnoty n je problém (5.62) riesitelny systematickym prehladdvanim celého priestoru
rieSeni (dimenzia priestoru rieSeni je 2"), napriklad metddou spiatného prehl'adavania [18],
ktorda moze byt podstatne urychlend metédou vetiev a hran (angl. branch and bound). Pre
vacsie hodnoty n (n>15) uz nemozno riesit’ optimalizaény problém (5.62) systematickymi
prehladavacimi algoritmami v ddsledku exponencidlneho rastu CPU ¢Easu potrebného na
rieSenie problému. Z tychto dovodov musime obratit nasu pozornost’ na také metody
rieSenia problému (5.62) ktoré, aj ked’ su priblizné, poskytuji obvykle suboptimalne
rieSenia blizke optimalnym. V sucasnej informatike st vel'mi popularne tzv. evolucné
algoritmy, zalozené na heuristikach prevzatych z biologie alebo z fyziky, ktoré poskytuju
pomerne rychlo suboptimalne rieSenie zlozitych optimalizacnych problémov spojitého alebo
diskrétneho charakteru (pozri kapitolu 9).

5.5.3 Architektura neuronovej siete a pocet adaptacnych krokov
Navrh vhodnej architektary (t.j. topoldgie grafu urcujuceho neurénovu siet)) je zlozity a

hlavne numericky naro¢ny problém. Preto sa obmedzime len na neurénové siete s jednou
vrstvou skrytych neurénov (pozri obr. 5.17). Hlavnym kritériom pre optimalny névrh

106



neuronovej siete bude optimalnost’ jej klasifikacnej schopnosti, a realizacia tohto navrhu sa
bude vykonavat’ subezne s ur¢enim optimalneho poctu adaptacnych krokov. Definujme si
dve nasledujuce ucelové funkcie (pozri (5.23))

A

train
1

Eirain =E z (G(XNW)_)A(I')Z

Atest

Eust = 3. (G0 W)~ %)

i

(5.63)

kde E,un (Ews) je ucelova funkcia definovand pre objekty z tréningovej (testovacej)
mnoziny pre dané hodnoty vahovych a prahovych koeficientov w. Na zaklade vety o
neuronovej sieti ako univerzalnom aproximatore (pozri podkapitolu 5.4) vieme, Ze pre
rastiici pocet skrytych neuronov ucelova funkcia FE,., (s adaptovanymi vahovymi a
prahovymi koeficientmi) konverguje k nule

lim E,_;,=0 (5.64)
q—

kde ¢q je pocet skrytych neurénov. Ako mézeme interpretovat’ tento doélezity vysledok teérie
neurénovych sieti s doprednym Sirenim a s jednou vrstvou skrytych neurénov? Interpretacia
je vel'mi podobnd analogickej situdcii v regresnej analyze s polynomidlnou modelovou
funkciou. ZvySovanim radu polynomu dostavame stile menSiu a menSiu hodnotu

minimalizovanej ucelovej funkcie. Flexibilita polynomu rastie s jeho stupiiom (pozri obr.
5.21).

Podobny obrazok by sme dostali aj pri studiu zavislosti schopnosti korektne klasifikovat’
objekty z testovacej mnoziny od poctu iteraénych krokov pre neurénovi siet’ s danym
poétom skrytych neurénov. Hodnota ucelovej funkcie E,.;, bude klesat' s rastom poctu
itera¢nych krokov. Zial’, hodnota uéelovej funkcie E,,, bude od uréitého poétu iteraénych
krokov rast, t.j. zhorSuje sa predikéna schopnost’ neurénovej siete s pokraCovanim
adaptacie neuronove;j siete (hovorime, Ze neurénova siet’ je preucena, pozri obr. 5.22).
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Obrazok 5.21. Schematické znazornenie simulacie “presnej” funkcie F, ktora interpretuje
objekty tak z tréningovej (plné Stvorce), ako aj z testovacej mnoziny (plné kruzky) (pozri
podkapitolu 5.1). Funkcia G reprezentuje adaptovanu neurénovu siet’ s dostatoénym poctom
skrytych neurénov, ktorej adaptacia bola vykonand vzhladom k objektom z tréningovej
mnoziny. Funkcia G nemusi uz presne postihovat’ objekty z testovacej mnoziny. Pocet
“inflexnych bodov” funkcie G rastie s poctom skrytych neurénov (analogia s polynomialnou
regresiou). Mozeme teda ocakavat, ze interpretacia objektov z testovacej mnoziny sa bude
zhorSovat’ s rastom poctu skrytych neurénov.

Z vyssie uvedenych tvah vyplyva, ze stanovenie optimalneho poétu skrytych neurénov a
poctu iteracnych krokov vzhl’'adom pre dané rozdelenie objektov na tréningovi a testovaciu
mnozinu mdze byt realizované sucasne. Pre dany pocet skrytych neuronov najdeme
optimalny pocet iteracnych krokov adaptacného procesu. Tento pristup je zalozeny na
poznatku, Ze zatial' ¢o tréningova ucelova funkcia E,;, klesa s rastucim poctom skrytych
neurénov a/alebo rastucim poctom iteracnych krokov, testovacia ucelova funkcia E,.,
vykazuje minimum pre ur€ity pocet skrytych neurénov a pocet iteracnych krokov (pozri
obr. 5.23). Tieto hodnoty, v ktorych ma E,; minimum, su optimalne pre pouzitie 3-
vrstvovej neuronovej siete pre klasifikaciu objektov z testovacej mnoziny A .

E, E

test

E

train

pocet iteraénych krokov

(

Obrazok 5.22. Priebeh ucelovych funkcii pre tréningovu a testovaciu mnozinu
v zavislosti na pocte iteracnych krokov adaptacie (resp. na pocte skrytych
neur6nov) neurénovej siete. Utelova funkcia Eyain klesd s rastom poctu
iteraénych krokov (resp. skrytych neurdénov), zatial' ¢o ucelova funkcia Ejey
vykazuje minimum.

108



Obrazok 5.23. Schematické zndzornenie priebehu ucelovych
funkcii Eygin @ Eresr vzhladom k poctu skrytych neurénov a poctu
iteracnych krokov. Na rozdiel od ucelovej funkcie Ejqin, ktord
monotonne klesa s rastucim poctom skrytych neurénov a s rastiicim
poctom iteracnych krokov, ucelova funkcia Ejs méa minimum pre
optimalny pocet skrytych neurénov a iteraénych krokov (pozri hrubé
Ciary na grafe).

5.5.4 Algoritmizacia neuronovej siete s doprednym sirenim

Ucgelom tejto podkapitoly je naznagit' zakladné principy algoritmizacie neurénovych sieti s
doprednym Sirenim, ktoré obsahuju skryté neurény. Pre jednoduchost’ budeme uvazovat’ 3-
vrstvovi neurdénovu siet’, ktora obsahuje jednu vrstvu skrytych neurénov, pricom neurdny
7o susednych vrstiev si prepojené vSetkymi moznymi spdsobmi, pozri obr. 5.24 .

Aktivity skrytych a vystupnych neurdnov st ur¢ené vzt'ahmi (pozri vztahy (5.10a-b))

z,= zn:v,/xj+®, (pre i=12,...,p) (5.652)
=1
7= zp:w,jz/Jrf}, (pre i=12,...,m) (5.65a)
=1
kde #(&) je sigmoida uréena pomocou (5.11a-b) (s parametrami 4=0 a B=1)
€)= (5.66)

Graficky priebeh tejto funkcie je zndzorneny na obr. 5.5, graf 1.
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Obrazok 5.24. Trojvrstvova neurénova siet’ s doprednym Sirenim. Vstupna vrstva obsahuje n
vstupnych neurénov s aktivitami xj, x2, ..., xn. Skrytd vrstva obsahuje p skrytych neurénov, ich
aktivity resp. prahové koeficienty su oznacené zi, za, ..., zp resp. @i, 6, ..., O, . Vystupna vrstva
obsahuje m vystupnych neuronov, ich aktivity resp. prahové koeficienty si oznacené yi, y2, ..., Vm
resp. ¥, B, ..., Um. Vahové koeficienty medzi vstupnou a skrytou vrstvou resp. skrytou a vystupnou
vrstvou tvoria maticu V=(vj) resp. maticu W=(wy).

Vypocet aktivit neuronov pre dané vahové a prahové koeficienty sa nazyva aktivna faza
neuronovej siete. Tieto aktivity pre danu neurénova siet’ sa vypocitaju jednoduchym
rekurentnym postupom: Predpokladajme, ze vstupné aktivity x;, x5, ..., x, (deskriptory
klasifikovaného objektu) st zname, potom pomocou (5.65a) zostrojime aktivity skrytych
neuroénov zy, z,, ..., z,. Nasledne, pomocou (5.65b) zostrojime aktivity vystupnych neurénov
V1, V2, -, Ym- Uvedeny rekurentny sposob vypoctu aktivit postupuje zdola nahor neurénovou
sietou. Tato skutocnost’ sa odraza v nazve tychto sieti, ako neurénovych sieti s doprednym
Sirenim signalu. Algoritmizacia tohto postupu je uvedend formou pascalovského
pseudokddu na obr. 5.25.
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procedure activities (input :0,V,9,W,x;
output:z,y) ;
begin for i:=1 to p do
begin £:=0[1i];
for j:=1 to n do &:=C+vI[i,j]l*x[j];
z[1i]:=t (€);
end;
for i:=1 to m do
begin &:=0[i];
for j:=1 to p do &:=C+wl[i,jl*z[]];
y[il:=t(€);
end;
end;
Obrazok 5.25. Algoritmizacia v pascalovskom pseudokode aktivnej fdze neurénove;j siete
s doprednym Sirenim, ktora obsahuje jednu vrstvu skrytych neurdénov. Vstupnymi
parametrami procedury activities su vstupné aktivity a vdhové a prahové koeficienty,

vystupnymi parametrami st skryté a vystupné aktivity. Realna funkcia t() je prechodova
funkcia definovana (5.66).

Teraz upriamime nasu pozornost’ na tzv. adapta¢nu fazu neurdnovej siete, v ktorej st
upravované (pozri (5.43)) védhové a prahové koeficienty pomocou gradientu ucelovej
funkcie £ definovanej (5.41). V prvom kroku budeme Studovat’ konstrukciu gradientu
ucelovej funkcie (5.21), ktord je priradend len jednému objektu z tréningovej mnoziny.
Komponenty gradientu st ur¢ené formulami (5.37) a (5.40), ktoré sa jednoducho prepisu
zv1ast’ pre vystupné neurony

oE .

. yi(1-y)) (yl. - yi,req) (pre i=12,...,m) (5.67a)
dE JE prei=12,....,m
= - = 7 . 5.67b
ow; 9V, i { /=12,.--P) ( )

a zvlast pre skryté neurony

m JE .
z(1-z) ) WW/" (pre i=12,...,p) (5.68a)
199

OE _
90 .

1
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rei=12,...,
JE _oE [p 2 p] (5.68b)

—— =_— x. .
aV,l a@, / j=1,2,...n

V tychto formulach derivacia prechodovej funkcie #(€) je uréena jednoduchym vztahom
&)= t&€)(1-#&)) (pozri vztah (5.11b)). Formuly (5.67-68) pre vypocet parcidlnych
derivacii mozno realizovat’ rekurentne tak, Ze sa postupuje cez neurénovu siet’ zhora nadol
(tj. v opacnom smere ako pri vypocte aktivit neurdénovej siete). V prvom kroku sa
vypocitaji parcialne derivacie ucelovej funkcie vzhladom k prahovym koeficientom
vystupnych neurénov pomocou (5.67a). Potom sa jednoducho vypocitaju aj parcidlne
derivacie ucelovej funkcie vzhl'adom k vahovym koeficientom spojov medzi skrytymi a
vystupnymi neurénmi pomocou (5.67b). Poznajliic tuto Cast’ gradientu celovej funkcie,
mozeme pristupit’ k vypoctu tej jeho Casti, ktora odpoveda skrytym neuréonom. Podobne ako
v predchadzajucom pripade, pomocou (5.68a) vypocitame parcialne derivacie ucelovej
funkcie vzhl'adom k prahovym koeficientom skrytych neurénov, a potom pomocou (5.68b)
vypocitame parcialne derivacie Gcelovej funkcie vzhl'adom k vahovym koeficientom medzi
vstupnymi a skrytymi neurénmi. Algoritmizacia tohto postupu (metddy spétného Sirenia) je
znazornena v pascalovskom pseudokode na obr. 5.26.

procedure gradient (input :0,V,%,W,x,y,.;
output:grad ¥,grad w,grad O,grad v);
begin activities(®,V,%,W,x,z,y);
for i:=1 to m do
grad_O[i]:=y[1]1*(1-y[i])*(y[i]l-y,. [1]);
for i:=1 to m do
for j:=1 to p do
grad wli,jl:=grad O[il*z[]];
for i:=1 to p do
begin aux:=0;
for j:=1 to m do
aux:=aux+grad O[j]*wl(j, 1]
grad O[i] :=z[i]*(1-z[1]) *aux;
end;
for i:=1 to p do
for j:=1 to n do
grad _vI[i,j]l:=grad O[i]*x[]];
end;

Obrazok 5.26. Vypocet gradientu ucelovej funkcie pre dané vektory vstupnych aktivit x pozadovanych
vystupnych aktivit yrq. Proces je inicializovany vypoctom skrytych a vystupnych aktivit pomocou
procedury activities. Prahové a vahové koeficienty su vstupnymi parametrami procedury. Vypocitany
gradient je vystupnym parametrom procedury.
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Parcialne derivacie ucelovej funkcie (5.21), ktora je definovana nad celou tréningovou
mnozinou, st uréené vztahom (5.41), t.j. celkovy gradient sa rovna sume gradientov pre
jednotlivé elementy tréningovej mnoziny. Pascalovsky pseudokod vypoctu celkového
gradientu ucelovej funkcie je znazorneny na obr. 5.27.

procedure gradient total (input :0,V,9¥,W,A
output:
grad total ©,, grad total w,
grad _total O,grad total v);

.
train/

begin for i:=1 to m do grad total ¥U[i]:=0;
for i:=1 to m do
for j:=1 to p do grad total wl[i,j]:=0;
for i:=1 to p do grad total O[i] :=0;
for i:=1 to p do
for j:=1 to n do grad total vI[i,j]:=0;

for each pair x/y,, of A do

begin gradient (©,V,%,W,x,y i
grad_¥,grad_w,grad ©,grad v) ;
for i:=1 to m do
grad_total U[i] :=grad total ¥I[i]+grad OI[i];
for i:=1 to m do
for j:=1 to p do
grad total wl(i,j]:=grad total wli,j]
+grad wli,jl;
for i:=1 to p do
grad _total O[i] :=grad total ©I[i]
+grad O[i];
for i:=1 to p do
for j:=1 to n do
grad_total vI[i,j]l:=grad total vI[i,j]
+grad vI[i,jl;
end;
end;

Obrazok 5.27. Vypocet celkového gradientu ucelovej funkcie pre celu tréningovii mnozinu. Algoritmus je
inicializovany vynulovanim jednotlivych zloziek celkového gradientu. Vlastny vypocet je vnoreny do
vonkajsicho for-cyklu, ktory sa opakuje pre vietky pary x/yreq tréningovej mnoziny Ayain.

Na zaver nasich tivah o algoritmizacii neurénovych sieti s doprednym Sirenim,
pristupime k ich adaptacnej faze, ktora spociva v iteracnej uprave prahovych a vahovych
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koeficientov tak, aby ucelova funkcia (5.21) bola minimalna (prahové a vdhové koeficienty
st urCené ako rieSenie minimalizacného problému (5.42)). Gradientova minimaliza¢na
metdda najprudsicho spadu je vyjadrena vztahmi (5.43), ich jednoduchou modifikaciou pre
neuronovu siet’ s troma vrstvami dostaneme tieto vztahy

Wf.-k”) = WE.k) - 7»£ + uAWE.k)
j ow; j
£ (5.69)
oY = 9l 0 2= 4 Aot
pre i=1,2,...m aj=1,2,....p
(k1) _ (k) _, OE (K)
Vi =V - xa—‘/ij+ HAV;
o (5.70)
e =0l 1= +purel
00;

pre i=1,2,....p aj=1,2,...,n, index k popisuje iteracny krok. Symboly A st uréené ako rozdiel

koeficientov z predchddzajucich dvoch krokov, tak napr. AR = w0 kD,

ij ij ij
Adaptacny proces je inicializovany nahodne generovanymi prahovymi a vahovymi
koeficientmi, napr. z intervalu (—1,1). Ako je obvyklé v gradientovych optimalizacnych
metddach, adaptacny proces je ukonceny, ked’ hodnota celkového gradientu je mensSia ako
predpisané malé kladné ¢islo €, |grad E\ |<€. Ina alternativa ukoncenia adaptacného procesu
je, ked pocet iteracii k dosiahne predpisany pocet k.x. Pacalovsky pseudokod adaptacného
procesu je znazorneny na obr. 5.28.

Principidlnu doélezitost v adaptatnom procese neuronovej siete hra rychlost’ ucenia
(parameter A). Tento parameter sa obvykle polozi rovny malému kladnému &islu, napr.
A=0,1). V mnohych pripadoch je vhodné tento parameter dynamicky menit’ v zavislosti na
rychlosti adaptacie neurénovej siete. V pripade, Zze hodnota uéelovej funkcie sa zvacsi,
potom je potrebné parameter zmensit', napr. A«<A/10. V opanom pripade, ak sa Gcelova
funkcia monotonne zmenSuje, je vhodné zvadsit parameter A, napr. A<2A. Tymto
jednoduchym spésobom mame zabezpecenu priblizne optimalnu hodnotu rychlosti ucenia

A.
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procedure adaptation(input :A__ _,k_,€,A,U;
output:0,V,9,W) ;

begin for i:=1 to m do
begin U[i] :=2*random-1; A¥[i] :=0 end;
for i:=1 to m do
for j:=1 to p do
begin w[i,j]:=2*random-1; Aw[i,j]:=0 end;
for i:=1 to p do
begin O[i] :=2*random-1; A®[i] :=0 end;
for i:=1 to p do
for j:=1 to n do
begin v[i,j]:=2*random-1; Av[i,j]:=0 end;
k:=0; length grad E=e;
while (k<k _ ) and (length grad E>g) do
begin gradient total(®,V,9%,W,A__ ;

grad_total U,grad total w,
grad_total ©,grad total v);
for i:=1 to m do
begin A:=-A*grad total O[i]+u*A0[i];
V[i] :=0[11+A; AO[i] :=A

max /

end;

for i:=1 to m do

for j:=1 to p do

begin A:=-A*grad total wl(i,jl+u*Awl[i,jl;
wli,jl:=wli,j1+A; Aw[i,]]:=A

end;

for i:=1 to p do

begin A:=-A*grad total O[i]+u*AOI[i];
O[i] :=0[1i]1+A; AO[i]:=A

end;

for i:=1 to p do

for j:=1 to n do

begin A:=-A*grad total vI[i,jl+u*AvI[i,jl;
vii,jl:=vIi,j1+A; AvI[i,j]:=A

end;

length grad E:=|grad_total ¥|+|grad total w|+

|grad _total ©|+|grad total v|;
end;
end;

Obrazok 5.28. Algoritmizacia adaptacného procesu neurénovej siete. Procedura je inicializovana
vynulovanim momentovych A-¢lenov a ndhodnou generaciou prahovych a vahovych koeficientov z intervalu
(- 1,1) (premenna random je generator ndhodnych &isel s rovnomernou distribliciou z intervalu (0,1)).
Vonkajsi while-cyklus sa opakuje tak dlho, az bud’ pocet iteracii k je vi¢si ako predpisany pocet Kmax alebo
norma (dizka) gradientu length _grad E je mensia ako pozadovana presnost €. Premenné A resp. W
oznacuju rychlost’ u¢enia (malé kladné ¢&islo, napr. A=0,1) resp. momentovy ¢&len (obvykle p=0,5-0,7).
Vystupné parametre procedury su prahové a vahové koeficienty adaptovanej neurénovej siete.
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